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1.1 Regelzonen der deutschen Übertragungsnetzbetreiber . . . . . 16

1.2 Windstromproduktion im Jahresverlauf 2011 und 2012 . . . . 18

1.3 Streudiagrammmatrix der Windstromproduktion der Regelzo-

nen . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

1.4 Verlauf der monatlichen Korrelation der Windstromprodukti-

on in 2011 und 2012 . . . . . . . . . . . . . . . . . . . . . . . 22
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Einleitung

Während seiner Tätigkeit an der Universität Kassel kam der Autor durch

eine Kooperation1 mit dem ISET2 in Kontakt mit der Fragestellung wie

Windstromproduktion zu prognostizieren sei. Mit diesem Thema hat sich

die Forschungsgruppe FGNN3 an der Universität Kassel, in welcher der Au-

tor damals tätig war, aus dem Blickwinkel der Neuronalen Netzwerke be-

schäftigt. Da der Autor sich schon zuvor mit selbstorganisierenden Karten

beschäftigt hatte, erwuchs daraus das Interesse, die Fähigkeiten der selbst-

organisierenden Karten in der Klassifikation im Rahmen der Prognose der

Windstromproduktion anzuwenden.

Im Rahmen der Klassifikation mittels selbstorganisierenden Karten hat-

te sich der Autor die Frage gestellt, wie man diese Klassifikation enger mit

nachfolgenden Verarbeitungsschritten der Prognose der Windstromprodukti-

on verknüpfen kann, um die Klassifikation systematisch an die Anforderung

der Prognose anzupassen.

Diese Arbeit stellt einen Ansatz vor, der mittels der Rückkopplung von

1Aus dieser erwuchs die Teilnahme am Windmonitor Projekt, die der Autor jedoch
wegen der Aufnahme einer neuen beruflichen Tätigkeit nicht vollenden konnte.

2Institut für Solare Energieversorgungstechnik
3Forschungsgruppe Neuronale Netzwerke

11



12 ABBILDUNGSVERZEICHNIS

Klassifikation und Prognose beide Verfahren an die Fähigkeiten des jeweils

anderen anpasst.

Die Arbeit gliedert sich in drei Kapitel.

• Das erste Kapitel stellt die in dieser Arbeit verwendeten Wetter- und

Windstromproduktionsdaten vor und beschreibt die notwendigen Vor-

verarbeitungsschritte für die späteren Kapitel.

• Im zweiten Kapitel werden bereits bestehende Methoden vorgestellt,

auf die in dieser Arbeit aufgebaut wird.

• Das dritte Kapitel beschreibt und diskutiert den in dieser Arbeit vorge-

stellten Ansatz zur Nutzung von Informationen aus Prognosemodellen

zur Verbesserung der ihnen vorgeschalteten Klassifikation.
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Kapitel 1

Daten und ihre

Vorverarbeitung

Dieses Kapitel enthält eine Beschreibung der in der Arbeit genutzten Daten

und die Rahmenparameter für ihre zeitliche Verknüpfung. Die Daten dienen

den in den Folgekapiteln erläuterten Verfahren und Methoden als Datenba-

sis. Deshalb findet für Teile der Daten eine Vorverarbeitung statt. Weiterhin

werden einige informationstechnische Herausforderungen bei der Datenhal-

tung beschrieben. Darüber hinaus wird in diesem Abschnitt näher begründet,

warum die Prognose der Windstromproduktion nutzbringend ist.

Zur effizienten Vermarktung und kostengünstigen Regelung des Strom-

netzbetriebes ist es sinnvoll, diese produzierte Strommenge im voraus mög-

lichst gut zu kennen, daher wird sie prognostiziert.

Für diese Prognose der Stromproduktion aus Windkraftanlagen werden

als Eingangsdaten die Wetterprognosen eines Wetterdienstes verwendet. In

dieser Arbeit wird die Prognose des Deutschen Wetterdienstes (DWD) ge-

13



14 KAPITEL 1. DATEN UND IHRE VORVERARBEITUNG

nutzt. Dieser stellt eine Teilmenge der von ihm berechneten Daten im Rah-

men einer Grundversorgung kostenlos zur Verfügung.

1.1 Motivation zur Windstromprognose

Der elektrische Strom, im folgenden kurz Strom genannt, der von Windkraft-

anlagen produziert wird, die der Förderung im Rahmen des Erneuerbaren-

Energien-Gesetzes [9] (im folgenden EEG genannt) unterliegen, muss von den

zuständigen Stromnetzbetreibern, an deren Regelzone (vgl. 1.2) die Wind-

kraftanlage angeschlossen ist, gemäß dem EEG vermarktet werden. Für die-

se Vermarktung ist die Kenntnis der von den Windkraftanlagen abgegebe-

nen elektrischen Leistung sinnvoll, d.h. wie viel Strom produziert wird. Die

Stromproduktion einer Windkraftanlage ist abhängig von den gerade herr-

schenden Windverhältnissen, vor allem von der Windgeschwindigkeit. Auf

andere Eigenschaften der Luftströmung, aus der die Bewegungsenergie von

der Windkraftanlage entnommen wird, wird hier nicht weiter eingegangen.

Näheres dazu siehe [15, Kap. 4]).

Auf Grund der physikalischen Eigenschaften von Strom muss in einem

Stromnetz die eingespeiste Strommenge mit der entnommenen Strommenge

übereinstimmen. Dies ist durch den Betreiber des Stromnetzes sicherzustel-

len. Dessen Aufgaben werden im Energiewirtschaftsgesetz [12], kurz EnWG

genannt, sowie in zahlreichen anderen weitergehenden Gesetzen, Verordnun-

gen und Richtlinien beschrieben. Dienstleistungen, wie z.B. die Beschaffung

von Regelenergie1, die in diesem Rahmen erbracht werden, werden vom En-

1also Strom der zur Stabilisierung des Stromnetzes verwendet wird
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WG als Ausgleichsleistungen bezeichnet. Das Erbringen solcher Leistungen

verursacht Kosten, daher ist es erstrebenswert, wenn die von Windkraftan-

lagen tatsächlich erzeugte Strommenge mit der zuvor vermarkteten Strom-

menge übereinstimmt.

Darüber hinaus sollen die Kosten gering sein, die durch Inanspruchnahme

von Ausgleichsleistungen auf Grund von Abweichungen zwischen prognosti-

zierter und tatsächlicher Produktion entstehen. Daher wird eine möglichst

kleine Abweichung angestrebt.

1.2 Windleistungsdaten

Auf der Seite http://www.eeg-kwk.net werden durch die Übertragungsnetz-

betreiber2 Daten zur Windenergieeinspeisung bereit gestellt. Dabei handelt

es sich um Strommengen, die dem EEG unterliegen, also vom Betreiber der

Regelzone vermarktet werden müssen.

Die vier Regelzonen des Hochspannungsstromnetzes in der Bundesrepu-

blik Deutschland sind gemäß [11]: Tennet TSO, 50 Hertz, Amprion und

Transnet BW. Eine geografische Darstellung der Regelzonen findet sich in

der aus [4] entnommenen Abbildung 1.1.

Auf der Webseite www.eeg-kwk.net [10] wird die Windenergie Hochrech-

nung wie folgt definiert:
”
Windenergie Hochrechnung: Bei der Veröffentli-

chung der Hochrechnung für Windenergie handelt es sich um die auf Grund-

lage einer repräsentative Anzahl von gemessenen Referenzanlagen erstellte

Online-Hochrechnung der tatsächlichen Einspeisung von Windenergie in der

2Die Firmen welche die überregionalen Hochspannungsnetze in Deutschland betreiben.
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 45

 

Abbildung15: Stand der vordringlichen Stromtrassen gemäß EnLAG 
 
 Abbildung 1.1: Regelzonen der deutschen Übertragungsnetzbetreiber (ent-

nommen aus [4, Abb. 15, S. 45]) Tennet T, 50 Hertz, Amprion und Trans-
net BW
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Hertz50 TennetTSO Amprion TransnetBW
2011 8995.00 8534.50 4482.00 457.70
2012 6444.00 4397.88 4596.00 346.10

Tabelle 1.1: Maxima der hochgerechneten Windstromproduktion in Mega-
watt

jeweiligen Regelzone nach Abzug der Direktvermarktung.“

Es wird im folgenden davon ausgegangen, dass die Windleistungsdaten in

mitteleuropäischer Winter- bzw. Sommerzeit vorliegen, da sie der Sommer-

und Winterzeitumstellung unterliegen.

1.2.1 Zeitlicher Verlauf der hochgerechneten

Windstromproduktion

In Abbildung 1.2 wird der zeitliche Verlauf der hochgerechneten Windstrom-

produktion dargestellt Die Jahresverläufe für Jahr 2011 und 2012 zeigen die

einzelnen Netzgebiete. Gut erkennbar ist die höhere Leistungsabgabe um den

Jahreswechsel im Vergleich zum restlichen Jahr. Auch ist ein abweichendes

Verhalten - vor allem im 4. Quartal - des leistungsschwächsten und am wei-

testen südlich liegenden Netzgebietes von “Transnet BW” zu den anderen zu

erkennen.

Tabelle 1.1 zeigt die maximale Leistung in MW der vorliegenden hochge-

rechneten Windstromproduktion der Jahre 2011 und 2012. Sie beziehen sich

immer auf den Mittelwert eines 15 Minuten Intervalls. Die Maximalwerte

von 2011 werden verwendet, um die Zeitreihen beider Jahre auf die gleiche

Größenordnung zu skalieren.
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Abbildung 1.2: Hochgerechnete Leistung der Windstromproduktion in Me-
gawatt im Jahresverlauf 2011 und 2012 im 15 Minuten Mittel.
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1.2.2 Korrelation der Windstromproduktionen in den

Regelzonen

Die Abbildung 1.3 visualisiert das kombinierte Verhalten der hochgerechne-

ten Windstromproduktion in den vier Regelzonen. In dieser Streudiagramm-

matrix werden die Abhängigkeiten der hochgerechneten Windstromprodukti-

on der Netzgebiete der vier Übertragungsnetzbetreiber untereinander darge-

stellt. Die einzelnen Streudiagramme zeigen die paarweisen Windleistungen

zweier Übertragungsnetze. Dabei werden die zu vergleichenden Netzgebie-

te in der Diagonale aufgeführt. Die einzelnen Streudiagramme setzten die

Netzgebiete in Beziehung, die durch die in der Zeile und Spalte liegenden

Diagonaleinträge benannt werden. Die Leistung des einen Netzgebietes wird

auf die x-Achse und die des anderen auf der y-Achse abgetragen. Die die Ach-

senbeschriftungen für alle y-Achsen der Diagramme einer Zeile die gleichen

wären, werden diese nur einmal am linken oder am rechten Rand angegeben.

Analoges gilt für die Beschriftung der x-Achse in allen Diagrammen einer

Spalte. Bei gleichzeitig hohen Windleistungen in beiden Gebieten wird so-

mit ein Punkt oben rechts im Streudiagramm eingetragen. In Regionen der

Diagramme mit sehr vielen Eintragungen wurde eine Visualisierung mittels

Einfärbungen gewählt, wobei die Schwärzung mit der Punktanzahl zunimmt;

zusätzlich wurden Höhenlinien hinzugefügt, um die Punktdichte zu verdeut-

lichen.

Die ganzjährige Korrelation der hochgerechneten Windstromproduktion

der Jahre 2011 (Tabelle 1.2) und 2012 (Tabelle 1.3) zeigt, in welchem Maße

Änderungen in der hochgerechneten Windstromproduktion in einem Netzge-
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Abbildung 1.3: Streudiagrammmatrix der hochgerechneten Leistung in MW
der Windstromproduktion der vier Regelzonen in 15 Minuten Mittelwerten
der Jahre 2011 und 2012. Je Diagramm gelten die Skalen für das in der
Diagonalen genannte Netzgebiet. Die Skalen werden daher je Zeile und Spalte
nur einmal in der Matrix dargestellt.
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Hertz50 TennetTSO Amprion TransnetBW
Hertz50 1.00 0.88 0.67 0.61

TennetTSO 0.88 1.00 0.80 0.59
Amprion 0.67 0.80 1.00 0.73

TransnetBW 0.61 0.59 0.73 1.00

Tabelle 1.2: Korrelation der hochgerechneten Windstromproduktion des Jah-
res 2011 in den vier Regelzonen

Hertz50 TennetTSO Amprion TransnetBW
Hertz50 1.00 0.91 0.75 0.53

TennetTSO 0.91 1.00 0.83 0.57
Amprion 0.75 0.83 1.00 0.70

TransnetBW 0.53 0.57 0.70 1.00

Tabelle 1.3: Korrelation der hochgerechneten Windstromproduktion der vier
Regelzonen im Jahr 2012

biet mit den Änderungen in einem anderen Netzgebiet im Jahresmittel einher

gehen. Werte von 1 zeigen, dass die Produktionsschwankungen vollständig

parallel erfolgen. Werte von 0 würden Unkorrelliertheit der Stromproduktion

und -1 würde die perfekte Gegenläufigkeit der Schwankungen zeigen. An den

aufgeführten Werte ist zu erkennen, dass die Schwankungen im Jahresmittel

mäßig bis stark in die gleiche Richtung erfolgen. Es ist also ersichtlich, dass

im Jahresmittel nicht zu erwarten ist, dass ein Leistungsrückgang in einem

Netzgebiet zu einer Leistungssteigerung in einem anderen einhergeht.

Bei monatlicher Auflösung (vgl. Abbildung 1.4) zeigt sich, dass die beiden

leistungsstärksten Netzgebiete Tennet und 50 Hertz eine kontinuierlich hohe

Korrelation aufweisen. Die anderen Netzgebiete sind auf Monatssicht positiv

korrelliert, jedoch schwankt der Grad der Korrelation.

Die wöchentliche Korrelation der Netzgebiete (vgl. Abb. 1.5) ist natur-
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Abbildung 1.4: Verlauf der monatlichen paarweisen Korrelation der vier Re-
gelzonen von der hochgerechneten Windstromproduktion in 2011 und 2012
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Abbildung 1.5: Verlauf der paarweisen wöchentlichen Korrelation der vier
Regelzonen von der hochgerechneten Windstromproduktion
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gemäß größeren Schwankungen unterworfen als die monatliche. Phasenweise

sind einige der Netzgebiete zueinander unkorreliert oder weisen sogar eine

leicht negative Korrelation auf. Jedoch bleiben die beiden Netzgebiete Tennet

TSO und 50 Hertz stark positiv korreliert, da sie geographische Ähnlichkeit

haben, da beide über die meisten Windparks in norddeutscher Küstennähe

verfügen.

1.2.3 Datenvorverabeitung duch Normierung und Ver-

teilungstransformation

Zur Verwendung der in den folgenden Kapiteln vorgestellten Verfahren wer-

den die Daten der hochgerechneten Windstromproduktion vorverabeitet. Das

dient dazu, die Eigenschaften der vier Datenreihen aneinander anzugleichen.

Um bei der Vorverarbeitung die in Kapitel 2.1.2 beschriebene Aufteilung zwi-

schen Trainings- und Testdaten aufrecht zu erhalten, findet die Ermittlung

der Parameter der Vorverarbeitung auf der hochgerechneten Windstrompro-

duktion des Jahres 2011 statt. Dadurch erzeugt die Transformation keinen

Datenfluss zwischen Trainings- und Testdaten innerhalb des Jahres 2012.

Dazu werden die Daten im ersten Schritt normiert, um sie in einen Wer-

tebereich zwischen 0 und 1 zu transformieren; dafür wird regelzonenweise

durch die maximale hochgerechnete Windstromproduktion geteilt.

Die soeben normierte Windstromproduktion nimmt Werte in einem be-

schränkten Intervall an. Da die in Kapitel 2.2 vorgestellten Verfahren ohne

spezielle Einschränkungen Werte auf einem offenen Intervall ergeben würden,

werden die Werte auf ein offenes Intervall transformiert. Dies dient vor allem
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dazu, die Prognose negativer Strommengen bei Windstille zu vermeiden.

Für die Transformation auf ein offenes Intervall wurde die folgende Vor-

gehensweise gewählt: An die empirisch vorliegenden Verteilungen der Wind-

leistungshochrechnungen in den einzelnen Netzgebieten wird eine Weibull-

verteilung D(x) := λk(λx)k−1e−(λx)k
angepasst. Die Weibullverteilung wird

verwendet, da Windgeschwindigkeiten gemäß [15, Kap. 4.2] weibullverteilt

sind. Die in [15, Kap. 4.3] dargestellte kubische Beziehung zwischen Wind-

geschwindigkeit und Stromproduktion wird bei der Parameterschätzung der

Weibullverteilung implizit berücksichtigt. Dies bedeutet: vorheriges Wurzel-

ziehen hat nur sehr kleine Auswirkungen auf die transformierten Werte,

führt aber zu anderen Verteilungsparametern. Der Parameter λ > 0 wird als

Skalenparameter (scale) und k als Formparameter (shape) bezeichnet. Die

Parameterschätzungen finden mittels Maximum Likelihood Methode (vgl.

Kap. 2.2.3) statt. In Abbildung 1.6 werden die Verteilungen der normierten

hochgerechneten Windstromproduktionen der vier Regelzonen durch Histo-

gramme dargestellt. In diese eingezeichnet sind die Dichten der Weibullver-

teilungen, deren Parameter jeweils unter den Histogrammen angegeben sind.

Wie oben beschrieben, findet die anschließend erfolgende Transformation mit

Parameterschätzung des Jahres 2011 statt, die Werte für 2012 sind nur zur

Anschauung angegeben.

Die Transformation erfolgt mittels der Verteilungsfunktion der Weibull-

verteilung in ein [0,1]-Intervall. Anschließend wird mittels der Quantilsfunkti-

on der Standardnormalverteilung auf ein offenes Intervall um 0 transformiert.

Die oberen Diagramme von Abb. 1.7 zeigen Histogramme der so erhaltenen

transformierten Daten und stellen zum Vergleich die Dichte der Normalver-
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Abbildung 1.6: An die mittels Histogrammen dargestellte Verteilung der
hochgerechneten Windstromproduktion wird eine Weibullverteilung ange-
passt. Deren Parameter werden hier dargestellt.
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Abbildung 1.7: Histogramme und Quantil-Quantil Diagramme der transfor-
mierten hochgerechneten Windstromproduktion, jeweils mit Vergleich zur
Standartnormalverteilung.
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Abbildung 1.8: Vergleich der Verteilungen der hochgerechneten Windstrom-
produktion (in MW) von 2011 und 2012 mittels Quantil-Quantil Diagram-
men.

teilung dar. Die unteren Schaubilder in Abb. 1.7 zeigen sogenannte Quantil-

Quantil Diagramme, bei denen die empirischen Quantile der Daten gegen die

theoretischen Quantile der Standartnormalverteilung aufgetragen sind. Die

Punkte lägen alle auf der dargestellten Linie, wenn die Daten vollkommen

standartnormalverteilt wären.

Nun soll noch kurz auf die Unterschiede der beiden Jahre 2011 und 2012

eingegangen werden. Dazu zeigt Abbildung 1.8 Quantil-Quantil Diagram-

me, welche die Verteilungen der Windleistungshochrechnungen gegeneinan-

der aufgetragen. In den Diagrammen von 50 Hertz und Tennet TSO erkennt

man, dass die Maximalleistungen in 2012 deutlich unterhalb des Niveaus von

2011 lagen. Im Amprion Netzgebiet lag in beiden Jahren eine nahezu gleiche
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Maximalleistung vor, jedoch waren in 2012 deutlich mehr Zeitintervalle mit

niedrigeren Leistungen als im Jahre 2011.

1.3 Wetterdaten

Die genutzten Wetterdaten (vgl. Tabelle 1.4) stammen aus der meteorologi-

schen Grundversorgung des Deutschen Wetter Dienstes. Dieser stellt einen

Teil der Informationen, die bei der von ihm durchgeführten Wetterprogno-

se entstehen, im Gridded Binary (kurz GRIB genannt) Datenformat, zur

Verfügung. Eine ausführliche Beschreibung des GRIB Formates findet sich in

[34].

Da die konkrete Wetterprognose nur für wenige Tage auf den Servern

des DWD im Rahmen der Grundversorgung abgerufen werden kann, wurden

diese Daten während des Jahres 2012 gesammelt. Bei dieser Datensammlung

entstanden auf Grund technischer Schwierigkeiten Lücken. Diese Lücken3

sind in Abbildung 2.8 unten zu erkennen.

Die konkreten zur Verfügung gestellten GRIB Felder, auch GRIB Varia-

blen genannt, werden in den im Rahmen der Grundversorgung mitgelieferten

Übersichten aufgeführt, ihre detaillierte Beschreibung kann der Beschreibung

des Prognosemodells [22] des DWD entnommen werden.

Die in der Tabelle 1.4 beschriebenen Höhen sind auf Grund der Modellie-

rung der Wetterprognose nicht in Metern angegeben, sondern werden in hPa

gemessen. Mittels dieser Angabe werden Flächen konstanten Luftdruckes in

der Atmosphäre beschrieben. Die Art der Höhenangabe ist auf die mathe-

3Die Wetterprognosen konnten in den Monaten April und September über mehrere
Wochen nicht archiviert werden. Dies ist durch Lücken in Abb. 2.8 unten zu erkennen.
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Name Kürzel Höhe(n) [hPa]
Bodendruck p0 bzw. ps n.a.
Geopotential hgp 800,300,500
Temperatur ttc 850, 500
Feuchte r f e 700
Windgeschwindigkeit zonal U 850, 500, 300
Windgeschwindigkeit meridional V 850, 500, 300

Tabelle 1.4: Die durch den DWD im Zuge der meteorologischen Grund-
versorgung im GRIB Format zur Verfügung gestellten Variablen des GME
Wettermodelles.

matische und physikalische Modellierung des Wetters zurückzuführen. Dabei

bezeichnet ein Druck von 0 hPa die höchste Schicht der Atmosphäre, die

an den luftleeren Raum angrenzt. Der Luftdruck am Boden liegt bei ca.

1000 hPa, der konkrete Wert ist abhängig von der Wetterlage.

In Abbildung 1.9 wird die geografische Region dargestellt, für die GRIB

Daten vorliegen. Sie zeigt die Variable fr land aus den invarianten4 GRIB

Daten. Durch diese Variable wird der Landbedeckungsgrad der Datenzelle

beschrieben. Als Küstenlinie wurde eine Grenze zu 50% Wasserbedeckung

gewählt. Der im Kasten dargestellte Bereich wird für die weiteren Analysen

als Region für Deutschland gewählt. Dieser befindet sich im Bereich 5° West,

56° Nord und 16° Ost, 47° Nord.

Das gesamte in der Grundversorgung zur Verfügung stehende GRIB Git-

ter hat eine Größe von 75° West, 5° Nord bis 75° Ost, 80° Nord; bei einem

Gitterabstand von 0,25° beträgt die Anzahl der Datenpunkte 601 mal 301.

4Damit werden GRIB Variablen bezeichnet, die sich nicht mit dem Wettergeschehen
ändern, wie z.B. der Grad der Wasserbedeckung, solange es keinen großen Meeresspiegel-
anstieg gibt, oder die Höhe der Erdoberfläche.
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Prognoseschritt Uhrzeit Uhrzeit
Stunden Startzeit Startzeit

00:00 UTC 12:00 UTC
0 T0+00h T0+12h
6 T0+06h T0+18h

12 T0+12h T0+24h
18 T0+18h T1+06h
24 T1+00h T1+12h
30 T1+06h T1+18h
36 T1+12h T1+24h
42 T1+18h T2+06h
48 T2+00h T2+12h
54 T2+06h T2+18h
60 T2+12h T2+24h
66 T2+18h T3+06h
72 T3+00h T3+12h

Tabelle 1.5: Die Uhrzeiten für welche die Prognoseschritte je nach Startzeit-
punkt der Wetterprognose gelten.

1.4 Zeitliche Rahmenparameter zur Wind-

stromprognose

Grundlage der Prognose der Stromproduktion von Windkraftanlagen ist ei-

ne Wetterprognose, vor allem die Prognose von Windgeschwindigkeiten. Im

folgenden werden zum einen die zeitlichen Abläufe der Wetterprognose des

GME Globalmodells des Deutschen Wetterdienstes [22, Kapitel 15] erläu-

tert, zum anderen einige Eigenschaften des Kassa- (englisch Spot) Marktes

für Strom dargestellt.

Kassageschäfte sind Geschäfte mit Handelswaren zur baldigen Erfüllung,

bei Strom am oder bis zum nächsten Geschäftstag. Aus der Aufstellung, wann

Werte aus der vom DWD zwei mal täglich, einmal mit Berechnungsstart
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Abbildung 1.9: Übersichtskarte der GRIB Daten Region (durch im Text
beschriebene Vorgehensweise vom Autor erzeugt aus der GRIB Variablen
fr land). Im Kasten ist die regionale Einschränkung für die Bundesrepublik
Deutschland dargestellt.

um 0:00 Uhr UTC und das zweite mal mit Berechnungsstart um 12:00 Uhr

UTC, zur Verfügung gestellten Grundversorgung vorliegen, und bis zu wel-

chem Zeitpunkt man Stromgeschäfte für den Folgetag tätigen kann, ergibt

sich, welche der verfügbaren Wetterprognosen für die Prognose einer bestim-

men Windstromproduktion genutzt werden kann. Das Ziel ist es, die spätest

mögliche Wetterprognose für einen Stromproduktionszeitraum zu ermitteln,

die noch die Vermarktung am Vortag zulässt.
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1.4.1 Zeitliche Beschreibung der Stromvermarktung

Aus der EPEX (European Power Exchange) Spot Produktbeschreibung für

Stromgeschäfte [13, Article 1.3.1] kann entnommen werden, dass um 12:00

Uhr eines jeden Tages eine Auktion für Lieferungen am Folgetag stattfindet.

Dabei kann auf den Kauf und Verkauf von 1-Stunden-Lieferkontrakten für

den Folgetag geboten werden. Weiterhin gibt es noch einen kontinuierlichen

Handel von 1 Stunden und 15 Minuten Kontrakten, der bis 45 Minuten vor

Lieferbeginn stattfindet (vgl. [13, Article 1.3.1]).

Die variablen Kosten für die beiden beschriebenen Kontraktarten unter-

scheiden sich. Die Auktion für den Folgetag führt zu mengenvariablen Han-

delsgebühren von 0,04€/MWh, der kontinuierliche Handel zu 0,11€/MWh.

Die Differenz von 0,07€/MWh führt bei großen Mengen auch zu entspre-

chenden Kosten, z.B. bei 1000 MW für 24 Stunden zu 1680€.

1.4.2 Zeitliche Beschreibung Wetterprognose

Die Wetterprognosen des GME Globalmodells wird mehrfach täglich durch-

geführt. Die Wetterprognose für die nächsten 48 Stunden steht gemäß [22, Ka-

pitel 15] 3 Stunden und 15 Minuten nach Beginn der Berechnung der Wetter-

prognose zur Verfügung. Das bedeutet für die beiden Rechenläufe (0:00 Uhr

UTC und 12:00 Uhr UTC) der Grundversorgung, also der vom DWD kos-

tenlos zur Verfügung gestellten Wetterprognosen, dass für 0:00 Uhr (UTC)

die Ergebnisse bis 3:15 Uhr (UTC), 5:15 Uhr Mitteleuropäische Sommerzeit

und für den 12:00 Uhr (UTC) bis 15:15 Uhr (UTC) aus der Simulation ge-

schrieben werden.
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1.4.3 Zuordnung von Wetterprognose zur Strompro-

duktion für die Stromproduktionsprognose

Es steht also prinzipiell genügend Zeit zur Verfügung, den Datentransport

zum Windleistungsprognosesystem und die Erstellung der Windleistungspro-

gnose bis zur 12:00 Uhr EPEX-Auktion für den Folgetag durchzuführen. Da-

her werden die 24h - 48h Zeiträume aus den 0:00 Uhr (UTC) Prognoseläufen

für die Windleistungsprognose des Folgetages verwendet. Das bedeutet, dass

beispielsweise die Wetterprognose Montags 0 Uhr UTC (Montag Morgens

1 Uhr CET) verwendet wird, um die Stromproduktion von Windkraftanla-

gen für den kompletten Folgetag, also Dienstag zu prognostizieren.

Bei Verwendung anderer Wetterprognosen, die ggf. kostenpflichtig vom

DWD oder weiteren Anbietern zu beziehen sind, können andere Zeitabstän-

de zwischen Wetterprognose und Stromproduktion möglich und sinnvoll sein.

In dieser Arbeit wird jedoch die zuvor erläuterte verwendet, weil sie am kos-

tengünstigsten erscheint. Für die Funktionsweise der vorgestellten Verfahren

ist der tatsächliche Zeitabstand nicht maßgeblich.

1.5 Softwareumgebung

Zur Entwicklung der hier untersuchten Algorithmen wurde das R Software-

paket (vgl. [25]) verwendet. Es wurde mit der Ausrichtung auf statistische

Anwendungen entwickelt und bietet viele Standardpakete in diesem Kontext.

Im Kern handelt es sich um eine funktionale Programmiersprache in der Tra-

dition von Scheme5, die zum Beispiel den lexikalischen Sichtbarkeitsbereich

5Scheme wurde in [33] beschrieben
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von Variablen einbringt, jedoch eine anwenderfreundliche Infixnotation der

Operatoren bietet. Weiterhin wird die Lösung mathematischer Problemstel-

lungen durch in die Sprache integrierte Operationen mit Matrizen und Daten-

feldern, vor allem durch vielfältige Möglichkeiten der Indizierung erleichtert.

Die Speicherverwaltung wird durch Garbage Collection automatisiert.

1.6 Datenhaltung

Die im folgenden beschriebenen Entscheidungen, die im Hinblick auf die Da-

tenhaltung getroffen wurden, sind immer unter Berücksichtigung der einge-

setzten Software zu sehen. Wenn für die Implementierung der Algorithmen

andere Software Verwendung finden würde, hätten einige Entscheidungen

auch anders ausfallen können.

Da die GRIB Daten in Gitterform nach Länge und Breite angeordnet

vorliegen, bietet es sich an, sie auch in dieser Form weiter zu nutzen. Für

jede GRIB Variable können die Daten in individuellen Höhen, die durch das

der Wetterprognose zu Grunde liegende Modell impliziert werden, gegeben

sein. Die in dieser Arbeit genutzten GRIB Variablen werden in erster Linie

durch die Bestandteile der DWD Grundversorgung bestimmt (vgl. Abschnittt

1.3).

Durch den hohen Grad der Regelmäßigkeit der GRIB Daten ist es mög-

lich, das R-Paket ff [2] zu verwenden, dass für große Volumen solcher Daten

entwickelt wurde. Es stellt eine Programmierschnittstelle zur Verfügung, die

es ermöglicht, über den in R für Datenfeldzugriffe genutzten Indexopera-

tor [], auf die im virtuellen Speicher adressierbare Datei (memory mapped
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file) zuzugreifen wie auf ein (ggf. mehrdimensionales) Datenfeld, das sich

im Hauptspeicher befindet. Allerdings werden nur die eigentlichen Daten ge-

speichert, weitere Informationen, wie die Anzahl und Größe der Dimensionen,

müssen separat gepflegt und beim Öffnen der Dateien zu den Daten hinzu-

gefügt werden.

Die technisch dominierende Limitierung für die Dateigrößen ist im ff-

Paket zu suchen, da es auf 231− 1 Einträge pro Datei begrenzt ist6. Das

führt bei Zahlen doppelter Genauigkeit zu einer Dateigröße von 16 GB und

bei einfacher Genauigkeit zu ca. 8 GB.

Nun ist es technisch möglich, große Teile der Wetterdaten in einzelne

Dateien abzulegen. Jedoch wurde aus praktischen Gründen eine andere Ar-

beitsweise gewählt, da die Datensicherung mit einer Mehrzahl an kleineren

Dateien deutlich einfacher zu handhaben ist; dieses Thema wird im Anschluss

noch ausgeführt. Da jeder der vorliegenden GRIB Datensätze einen Umfang

von 301 Zeilen und 601 Spalten hat (vgl. Kap. 1.3), liegen pro Datensatz

180901 Zahlenwerte vor. Näheres zum Speicherbedarf siehe Tabelle 1.6.

Der Vorteil von einer Mehrzahl an kleineren Dateien bei der Datensi-

cherung ist auf die Eigenschaften einiger Teilschritte des Sicherungsvorgangs

zurückzuführen. Um die Anzahl der notwendigen Medien, die zur Datensiche-

rung verwendet werden, zu reduzieren, wurden die Daten zu Sicherungszwe-

cken komprimiert. Dies führt jedoch zu negativen Effekten bei der Datensi-

cherheit, da die datenstromorientierte Datenkompression zlib Kompressions-

algorithmen, wie z.B. die von zlib, zu einem Verlust aller Daten einer Datei

6Diese Einschränkung stammt nicht aus dem ff-Paket selbst, sondern ist auf die Spei-
cherverwaltung von R (Stand Version 2.2.15) zurückzuführen. R legt Datenfelder in einem
Block mit Größenangabe ab.
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Zeilen Spalten Elemente Zahlenformat
double float

Byte KiB Byte KiB
301 601 180901 1447208 1414 723604 707

Tabelle 1.6: Speicherbedarf von GRIB-Datensätzen in Abhängigkeit vom
Zahlenformat. Historische Anmerkung: 3.5” DD Disketten verfügten mit 2
Seiten * 80 Spuren/Seite * 9 Sektoren/Spur * 512 Byte/Sektor über eine
Speicherkapazität von 720KiB, HD Disketten mit 18 Sektoren pro Spur über
1440KiB. Das entspricht jeweils einem der hier verwendeten GRIB Datensät-
zen in einfacher (float) oder doppelter Genauigkeit (double).

nach dem ersten Fehler führt (vgl. [6, Kapitel 6] und [7, Kapitel 4]). Im Gegen-

satz dazu bieten blockorientierte Kompressionsalgorithmen, wie bzip2, den

Vorteil, dass nur der vom Fehler betroffene Kompressionsdatenblock verlo-

ren geht (vgl. [32, Kapitel 2.6]). Die Datensicherheit der Datensicherung lässt

sich weiter erhöhen und individuell steuern, wenn mit einem Programm wie

der Parchive-Familie gezielt wieder Redundanzen in Form von Paritätsin-

formationen hinzugefügt werden (vgl. [14]).

Die Daten wurden letztendlich nach GRIB-Variable, Höhenlevel und Pro-

gnoseabstand aufgeteilt. Damit wird für jede vom DWD erstellte Wetterpro-

gnose in jeder Datei ein Datensatz hinzugefügt, es entstehen also pro Tag

jeweils zwei neue Einträge je Datei, jeweils eine aus der 0:00 Uhr UTC und

der 12:00 Uhr UTC Wetterprognose. Die dreizehn in Tabelle 1.4 aufgeführten

GRIB Variablen werden für jeden der in Tabelle 1.5 dreizehn Zeitschritte des

Vorhersagezeitraums in 13 ∗ 13 = 169 Dateien gespeichert. Diese enthalten

dann für ein Schaltjahr maximal 2∗366 = 732 Einträge. Als Namensschema

wurde für die Dateien grib.VARNAME.LEVEL.TIME.ff gewählt. Die einzel-

nen Datensätze innerhalb dieser Dateien werden mittels eines Zeitstempels
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indiziert, der den Zeitpunkt angibt, zu dem der Wetterprognoselauf gestartet

wurde, aus dem diese Datensätze stammen.

Hardwareseitig war der PC, auf dem die Entwicklung durchgeführt wurde,

mit 8 GB Arbeitsspeicher ausgestattet. Diese wurde um die Möglichkeit der

temporären Speicherauslagerung auf eine Solid State Disk ergänzt, die für

wesentliche höhere Zugriffsgeschwindigkeiten als konventionelle Festplatten

sorgte.

Verwendete Wetterdaten

Zur Einsparung von Rechenzeit wurden im Gegensatz zur ursprüngliche Pla-

nung die Wetterdaten ausgedünnt und die Anzahl der genutzten GRIB Va-

riablen reduziert. Letztendlich fanden nur die Gitterpunkte mit ganzzahligen

Längen- (5−16)und Breitengraden (47−56), also 10×12 = 120 Datenpunk-

te, auf dem Gebiet der Bundesrepublik Deutschland Verwendung. Da die

Windstromproduktion die stärkste physikalische Abhängigkeit zur Windge-

schwindigkeit in Höhe der Windräder hat, wurden von den verfügbaren Daten

die Windgeschwindigkeiten auf niedrigster Höhe (auf 850hPa) ausgewählt.
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Kapitel 2

Beschreibung existierender

Methoden

2.1 Vorbemerkungen

In diesem Kapitel werden bekannte Verfahren und einige Aspekte ihrer Ei-

genschaften vorgestellt, die für das in Kapitel 3 diskutierte Verfahren der

prognoserückgekoppelten Klassifikation relevant sind. Die hier beschriebenen

Verfahren sollen genutzt werden, um die in Kapitel 1 vorgestellten Wetter-

und Windstromdaten zu verarbeiten. Daher wird außerdem auf - für diese

Daten gegebenenfalls notwendige - Anpassungen der Verfahren eingegangen.

2.1.1 Online- und Batchverfahren

Algorithmen und Berechnungsmethoden zur Lösung eines Problems lassen

sich auf verschiedene Weisen gestalten bzw. auf unterschiedliche Aspekte hin

39
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untersuchen. Ein Aspekt1 ist die Unterscheidung zwischen Online- und Bat-

chverfahren, in deutschsprachiger Bezeichnung entspricht dem in etwa Einzel-

und Gesamtschrittverfahren. Eine Erörterung hierzu findet sich z.B. in [1,

Kap. 3.2.4]. Bei dem in Kapitel 3 vorgestellten Verfahren handelt es sich um

ein Batchverfahren. Bei der in der Literatur häufig anzutreffende Variante

der in Kapitel 2.4 vorgestellten selbstorganisierenden Karte handelt es sich

um ein Onlineverfahren. Auf dessen Batchvariante wird dort eingegangen.

Online- und Batchverfahren am Beispiel von Varianz und Mittel-

wertberechnung

Zur Erläuterung werden Batch- und Onlineverfahren zur Berechnung von

Mittelwert x̄ (vgl. [28, S.37]) und Varianz s2 (vgl. [28, S.43]) der Werte

x1, . . . ,xn betrachtet. Zunächst die Formeln der Batchverfahren:

x̄ :=
1
n

n

∑
j=1

x j (2.1)

s2 :=
1
n

n

∑
j=1

(x j− x̄)2 (2.2)

Das Onlineverfahren für den Mittelwert hat die folgende Gestalt:

x̄1 :=x1 (2.3)

x̄i :=
i−1

i
x̄i−1 +

1
i
xi (2.4)

1Weitere Aspekte wären z.B. Speicherplatzbedarf, Berechnungsaufwand, nicht nutzbare
Methoden auf Grund von Patenten, ...
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1
n

n

∑
j=1

(x j− x̄)2

=
1
n

n

∑
j=1

(x2
j −2x jx̄ + x̄2)

=
1
n

n

∑
j=1

x2
j −

1
n

n

∑
j=1

2x jx̄ +
1
n

n

∑
j=1

x̄2

=
1
n

n

∑
j=1

x2
j −2x̄

1
n

n

∑
j=1

x j

︸ ︷︷ ︸
x̄

+
1
n

nx̄2

=
1
n

n

∑
j=1

x2
j −2x̄2 + x̄2

=
1
n

n

∑
j=1

x2
j − x̄2

Abbildung 2.1: Herleitung der Varianzberechnung nach Onlinemethode

Die Berechnung der Varianz im Onlineverfahren (zur Herleitung siehe Abb.2.1)

nutzt diese Variante der Mittelwertberechnung:

s2
i :=

1
i
ai− x̄2

i (2.5)

ai :=x2
i + ai−1 (2.6)

Beide Onlineverfahren zur Berechnung von x̄ und s2 durchlaufen die Einga-

ben x1, . . . ,xn nur einmal und ermöglichen während des Durchlaufes einen

einfachen Zugang zu Zwischenergebnissen von Mittelwert und Varianz der

bis dahin verwendeten Werte.

Das in Formel 2.2 dargestellt Batchverfahren für die Varianzberechnung

muss die Eingaben zweimal durchlaufen, einmal um deren Mittelwert zu be-
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rechnen und das zweite Mal zur Berechnung der mittleren quadratischen

Abweichung.

Vor- und Nachteil von Online- und Batchverfahren

Der Unterschied beider Verfahrensklassen liegt darin, dass ein Batchverfahren

potentiell mehrfach auf den Datenbestand zugreift und ein Onlineverfahren

die Daten einmalig sequenziell verarbeiten kann.

Ein Nachteil des Onlineverfahrens der Mittelwertberechnung für eine große

Datenmenge ist an der Gleichung 2.4 erkennbar. Durch die Faktoren i−1
i und

1
i ergeben sich für große i zwei Summanden unterschiedlicher Größenordnun-

gen, die bei Verwendung von endlich genauen Fließkommazahlen zur Akku-

mulation von Rundungsfehlern [3, Kap. 19.8.2.3] führt2.

Die beiden eben dargestellten Eigenschaften, zum einen der Zugriff auf

alle Daten und zum anderen die Akkumulation von Rundungsfehlern zeigen,

dass die Entscheidung für die eine oder andere Verfahrensvariante von den

Rahmenbedingungen, unter denen die Verfahren angewendet werden sollen

abhängig gemacht werden muss. Es kann somit keine generell Aussage ge-

troffen werden, welche der Verfahrensklassen besser oder schlechter ist.

Der große Vorteil von Onlineverfahren besteht gemäß [1, Kap. 3.2.4] in der

Möglichkeit, kontinuierlich auch während der Verwendung von Ergebnissen

weiterhin neu entstehende Daten aufzunehmen und zur Verbesserung der

Ergebnisse zu verwenden. Ihr Nachteil liegt darin, dass sie dabei auf eine

2Da beim Batchverfahren auf alle Daten zugegriffen werden kann, könnte die Summa-
tion in numerisch optimierte Reihenfolge erfolgen, um die Rundungsfehler zu minimieren.
Bei dem Onlineverfahren sind auch rundungsfehlerärmere Varianten denkbar, darauf soll
hier jedoch nicht weiter eingegangen werden.
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potentiell unbeschränkte Datenmenge ausgerichtet sein müssen, was dazu

führt, das die Daten nicht alle zur Verfügung gehalten werden können.

Medianbestimmung

Zu einem Batchverfahren existiert nicht notwendigerweise ein äquivalentes

Onlineverfahren. Zur Bestimmung des Medians (vgl. [28, S. 41]) x̃, der bei

der Verallgemeinerung der selbstorganisierenden Karte in Kapitel 2.4 Ver-

wendung findet, wird aus Daten X := {x1, . . . ,xn} durch die Bedingung

x̃ := min
a∈X

n

∑
j=1
|x j− x̃| (2.7)

ein Wert aus X ausgewählt.

Bei dem Versuch, den Median per Onlinealgorithmus zu berechnen, muss

eine Eingabefolge verarbeitet werden. Dabei würde für jede von Anfang be-

ginnende Teilfolge der Median bestimmt. Hierbei können Eingaben auftre-

ten, deren Zwischenergebnisse sehr weit vom Endergebnis abweichen, und

dabei eine im Verhältnis zur Eingabegröße wesentliche Anzahl von verschie-

den Zwischenergebnissen haben. Ein endliches Beispiel ist diese Zahlenfolge:

1,2,3,3,3,0,0,0,0. Eingeschränkt auf die ersten 5 Werte liegt der Median bei

3, bei Betrachtung aller neun liegt der Median bei 1.

Der Ausdruck |x j− x̃| in der Formel des Medians beschreibt den Abstand

zwischen zwei Elementen von X . Daher kann der Median auf alle Mengen an-

gewandt werden, für die ein solcher Abstandsbegriff definiert werden kann.

Bei der Bestimmung des Mittelwertes wird mit den Daten
”
gerechnet“, sie

werden summiert und anschließend mit einem Faktor multipliziert. Ausführ-
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licher wird dieses Thema in [18, Kap. 1.2.3] diskutiert.

Auswahl von Batchverfahren zur Implementierung der prognose-

rückgekoppelten Klassifikation

In der Literatur der in Abschnitt 2.4 vorgestellten selbstorganisierenden Kar-

ten wird in der Regel der Onlinealgorithmus diskutiert. Dieser lässt jedoch,

wie in Kapitel 2.4 beschrieben, einige Verallgemeinerungen der selbstorga-

nisierenden Karten nicht zu. Weiterhin müssen alle Bestandteile eines Ver-

fahrens als Onlineverfahren funktionieren, damit das gesamte Verfahren ein

solches ergibt. Folglich kann eine größere Auswahl an Verfahren genutzt wer-

den, wenn man Batchalgorithmen zulässt. Daher werden in dieser Arbeit

Batchalgorithmen verwendet.

2.1.2 Datenaufteilung

In diesem Abschnitt wird erörtert, wie man die zur Verfügung stehenden

Daten aufteilt, um einen Teil für die Parametrisierung eines mathematischen

Modells zu nutzen und mit den anderen zu prüfen, wie sie das parametrisierte

Modell auf
”
unbekannten“ Daten verhält. Die hier vorgestellten Konzepte

werden in [17] diskutiert.

Trainings- und Testdaten

Die verwendeten Daten, also die in Kapitel 1 vorgestellten Daten der Wind-

stromeinspeisung und der Wetterprognosen, werden in zwei überschneidungs-

freie Gruppen aufgeteilt. Zum einen in Trainingsdaten, die der Erzeugung des
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neuronalen Netzes (vgl. Kap. 2.2.5) dienen, und in der Lernphase bei Festle-

gung der Modellparameter verwendet werden. Zum anderen in die Testdaten,

die zur Qualitätsprüfung des Netzes Verwendung finden. Bei dieser Quali-

tätsprüfung wird die spätere tatsächliche Verwendung des mathematischen

Modells nachgebildet. Die Motivation, die Testdaten von den Trainingsda-

ten zu separieren, ist darin zu sehen, dass man bei der Untersuchung des

neuronalen Netzes die spätere Anwendungssituation - im Falle dieser Arbeit

die Prognose der Windstromproduktion aus der Wetterprognose - möglichst

realistisch nachbilden möchte.

Die Trainingsdaten werden in der Training- oder Lernphase des künstli-

chen neuronalen Netzes verwendet. Die Bezeichnung Lernen entstammt den

biologischen Ursprüngen (siehe [29, Kap. 2]) der künstlichen neuronalen Net-

ze, die den natürlichen neuronalen Netzen nachgebildet sind, die aus den

Nervenzellen bestehen. Daher wird auch bei künstlichen neuronalen Netz-

werken die Wissensaneignung als Lernen bezeichnet; diese entspricht im sta-

tistischen Kontext der Schätzung des Modells. Beim Lernen wird versucht,

ein neuronales Netz zu erzeugen, das seine Aufgabe möglichst
”
gut“ erfüllt;

bei einem Netz zur Lösung eines Regressionsproblems wäre dies ein möglichst

kleiner Fehler der Regression (vgl. 2.2.1). Zur Beschreibung und Messung der

Eigenschaft
”
gut“, wird häufig eine Kosten-, Fehler-, Güte- oder Energiefunk-

tion verwendet3, die sich z.B. aus dem Regressionsfehler (vgl. 2.2.1) ergibt.

Während des Trainings wird bei vielen Netzen diese Gütefunktion optimiert.

Andere Verfahren, wie das der selbst organisierenden Karten (vgl. 2.4), nut-

3Die Bezeichnung der Funktion geht oft auf die wissenschaftliche Ursprungsdisziplin,
die zu dem künstlichen neuronalen Netzmodell inspiriert hat, zurück, oder hängt von der
Vorliebe des jeweiligen Forschers ab.
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zen keine explizit angegebene Gütefunktion, sondern verwenden andere Trai-

ningsverfahren (z.B. der Onlinealgorithmus der selbstorganisierenden Karte

(vgl. Kap.2.4).

Das Trennen von Trainings- und Testdaten hat das Ziel, spätere Einsatz-

szenarien des neuronalen Netzes anzunähern. Der Grund für die Trennung

liegt darin, dass bei der späteren Nutzung, die im folgenden als Arbeitsphase

bezeichnet wird, Daten zum Einsatz kommen sollen, die bei dem Training

noch nicht erhoben waren oder aus anderen Gründen nicht vorlagen. Um

diese Situation nachzustellen, werden die Testdaten nicht zum Training ver-

wendet; sie repräsentieren die beim Lernen noch unbekannten Daten, die im

späteren Einsatz von dem Netzwerk verarbeitet werden sollen. Die Güte des

Netzes wird auf diesen Testdaten bestimmt (während des Trainings wird sie

natürlich auch auf den Trainingsdaten berechnet), und man geht davon aus,

dass diese die im Einsatz zu verwendenden Daten gut repräsentieren. Falls

die Trainings- und Testdaten die gleiche statistische Verteilung haben wie die

in der späteren tatsächlichen Nutzung, ist die Güte des Verfahrens in allen

drei Situationen die Gleiche (bis auf Schwankungen, die auf die unterschied-

liche Größe der Datensätze zurückzuführen sind und damit im statistisch zu

erwartenden Rahmen liegen).

In der Praxis ist die Forderung nach der gleichen Verteilung von Trainings-

und Testdaten nur schwierig zu verwirklichen, vorallem wenn selten zu erwar-

tende Ausreißer berücksichtigt werden sollen. Da zum einen die Erhebung der

Testdaten mit (Zeit-)Aufwand verbunden ist, können keine beliebig großen

Trainingsdatensätze erzeugt werden. Weitere Nachteile eines großen Daten-

volumens sind sowohl die Kosten für den Speicherbedarf und als auch der
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zusätzliche Rechenzeitbedarf während des Lernprozesses. Der Bedarf an zu-

sätzlicher Rechenzeit entsteht dadurch, dass jeder Datensatz der Trainingsda-

ten während des Trainings zumindest einmal verwendet werden muss, damit

steigt der Rechenaufwand mindestens linear zur Problemgröße. Die zusätzlich

erforderlichen Rechenschritte vergrößern auch die Gefahr der Fehlerakkumu-

lation in Berechnungsverfahren, die dafür anfällig4 sind und machen dann

entsprechende Verfahrensänderungen erforderlich.

Eine gleichbleibende Ergebnisqualität auf Trainings- und Testdaten wird

mit dem Begriff der Generalisierungsfähigkeit versehen [24, Kap. 1.1].

Kreuzvalidierung

Die Kreuzvalidierung bezeichnet ein Verfahren, das gegebene Daten mehrfach

systematisch in Trainings- und Testdaten aufteilt. Dadurch ist es möglich, die

gleichen Daten ohne Vermischung von Trainings- und Testdaten wiederholt

zu verwenden und dabei sicherzustellen, dass alle Datensätze sowohl für Trai-

ning als auch für den Test Verwendung finden.

Gemäß [17] liegt eine k-fache Kreuzvalidierung vor, wenn man die zur

Verfügung stehenden Daten zufällig in k gleichgroße disjunkte Teilmengen

aufteilt. Anschließend wird k mal eine dieser Teilmengen als Testdatensatz

verwendet, und die verbleibenden k−1 Teilmengen werden zusammengefasst

und als Trainingsdaten genutzt. Damit können nun Training und Test k-

mal wiederholt durchgeführt werden. Somit ist es zur Qualitätsbeurteilung

eines Regressionsmodells möglich, anstatt eines Wertes für z.B. den RMSE k

4Die Summation endlich genauer Fließkommazahlen neigt zur Akkumulation von
Rundungsfehlern[3, Kap. 19.8.2.3]
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dieser Werte zu erhalten. Es ist somit also möglich, die statistische Verteilung

dieses Wertes (z.B. des RMSE) zu analysieren. Weiterhin kann man prüfen.

ob das Verfahren auf unterschiedlichen Test- und Trainingsdaten zu gleichen

Ergebnissen führt, oder ob große Ergebnisschwankungen abhängig von den

Trainings- und Einsatzszenarien zu erwarten sind.

Da die Kreuzvalidierung eine Resamplingtechnik ähnlich dem
”
Jackknife”

ist, bei dem immer nur ein Wert ausgelassen wird (vgl. [28, C.2.3.3]) wer-

den auch hier nur zuverlässige Ergebnisse geliefert, wenn die verwendeten

Daten stochastisch unabhängig5 sind. Bei den in dieser Arbeit verwendeten

Wetterdaten werden daher nicht einzelne Datensätze zufällig aufgeteilt, da

aufeinanderfolgende Tage in der Regel ähnliches Wetter haben. Sie werden

monatsweise gruppiert, um damit das Verteilen von Daten, die auf Grund

ihrer zeitlichen Nähe ähnlich sind, auf die verschiedenen Mengen der Kreuz-

validierung zu vermeiden.

2.2 Regression

Da innerhalb dieser Arbeit Regressionen verwendet werden, um aus Wetter-

prognosen Prognosen für die Windstromproduktion von Windkraftanlagen

zu berechnen, werden sie hier Prognosemodell genannt. Die Grundstruktur

von Regressionen wird im folgenden erläutert.

Gemäß [28, Kap D.1] ist das Ziel einer Regression die Bestimmung der

funktionalen Abhängigkeit f einer Zielvariable y von einer oder mehreren

Erklärungsvariablen xi unter Einfluss einer Störvariablen ε , die auch als Re-

5Zum grundlegenden Konzept der stochastischen Unabhängigkeit siehe z.B. [28, B.2.3]
oder [21, Kap. 2.2]
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siduum oder Regressionsfehler bezeichnet wird. Zusammen ergibt sich die

Form

y = f (x1,x2, . . .)+ ε

ŷ := f (x1,x2, . . .)

(2.8)

Ein noch zu parametrisierender Ansatz für die Funktion f wird als Regres-

sionsmodell bezeichnet. Diese Parameter, die hier nicht explizit dargestellt

sind, werden entsprechend der Werte, die für Variablen x und y spezifisch

sind, justiert. Dieser Vorgang wird im statistischen Umfeld als Parameter-

schätzung und im Rahmen dieser Arbeit als Training bezeichnet.

2.2.1 Regressionsfehlermaße

Eine Möglichkeit, die Qualität einer Regression mit n Datensätzen zu mes-

sen, stellt der Quadratwurzelfehler (engl. root mean squared error) (vgl. [28,

Kap. C.2.1.1.2])

RMSE(Ŷ −Y ) :=

√
1
n

n

∑
i=1

(ŷi− y)2) (2.9)

dar, welcher der Standardabweichung der Residuen und damit der Quadrat-

wurzel aus der Varianz der Residuen entspricht.

Ein weiteres Kriterium für die Qualität einer Regression ist die syste-

matische Abweichung, die auch als Bias bezeichnet wird. Sie ist durch den

Mittelwert der Residuen bestimmt (vgl. [28, Kap. C.2.1.1.1]):

B(Ŷ −Y ) :=
1
n

n

∑
i=1

ŷi− yi (2.10)
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2.2.2 Lineare Regression

Eine lineare Regression liegt nach [28, Kap D.1.1] vor, wenn die Funkion f

des Regressionsmodells eine lineare Funktion ist. Für eine reelle Zielvariable

y und n-dimensionale Erklärungsvariable x ∈ Rn hat das Regressionsmodell

die Form

y = f (x)+ ε = a1x1 + . . .+ anxn + ε (2.11)

mit einem n-dimensionalen Parametervektor a. Diese Parameter werden im

folgenden auch als Regressionskoeffizenten, oder verkürzt nur als Koeffizi-

enten bezeichnet. Die lineare Regression ist sehr gut untersucht, einen Ein-

stieg bietet der oben genannte Literaturverweis. Bei einer linearen Regression

spricht man auch von einem Linearen-Model oder kurz LM .

2.2.3 Parameterschätzung

Im folgenden werden kurz zwei Verfahren zur Anpassung der Parameter eines

Regressionsmodells an Daten erläutert

Maximum Likelihood Methode

Die Maximum Likelihood Methode stammt aus dem Gebiet der Statistik

(vgl. [28, Kap. C.2.1.2.4]) und zählt dort zu den Parameterschätzverfahren.

Sie setzt eine Verteilungsannahme über die Residuen ŷ− y der zu parame-

trisierenden Regression und die statistische Unabhängigkeit untereinander

voraus. Wenn nun f die Dichtefunktion der Residuenverteilung ist und Θ

der Parametervektor des zu schätzenden Regressionsmodells, welches die zu

Z zusammengefassten Ziel- und Erklärungsvariablen annähern soll, dann ist
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die Likelihoodfunktion definiert als [28, Kap. C.1.4]

`(Θ|Z) := ∏
z∈Z

f (z|Θ) (2.12)

Die Schätzung wird durchgeführt indem die Θ so gewählt werden, dass `(Θ|Z)

für gegebene Z maximal wird. Dazu wird in der Regel ` zunächst logarithmiert

und bei nichtlinearen Problemen numerisch optimiert. Diese numerische Op-

timierung kann sehr aufwendig sein sein.

Kleinste Quadrate Methode

Die Kleinste Quadrate Methode (vgl. [28, Kap. C.2.1.2.5]) geht auf C.F.Gauss

zurück. Bei ihr werden die Parameter der Regression bestimmt, in dem die

Summe der Regressionsfehler, also der RMSE, minimiert wird. Dies stellt wie-

der ein Optimierungsproblem dar, dass im nichtlinearen Falle sehr komplex

werden kann.

2.2.4 Lineare Regression mit beschränkten Parame-

tern

In dieser Arbeit wird zusätzlich zur normalen linearen Regression noch eine

Abwandlung derselbigen verwendet. Dabei wird der zulässige Wertebereich

der Parameter eingeschränkt; konkret wird bei der Regression der Wind-

stromproduktion auf die Windgeschwindigkeit erzwungen, dass für diese Ab-

hängigkeit keine negativen Werte zugelassen werden. Dieser Ansatz ist auf die

Funktionsweise von Windkraftanlagen zurückzuführen, dass diese aus Wind

Strom erzeugen, es wird weiterhin von der Annahme ausgegangen, dass sie
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aus Wind keinen negativen Strom erzeugen. Bei einem linearen Modell kann

die Parameterschätzung dazu führen, dass positive Windgeschwindigkeiten

einer der Erklärungsvariablen x einen negativen Einfluss auf die Zielvariable

y haben. Die Modellierung mit Einschränkung des Wertebereichs der Parame-

ter auf positive Werte erscheint näher an der physikalischen Realität. Daher

wurde sie zu den in dieser Arbeit betrachteten Prognosemodellen aufgenom-

men.

2.2.5 Multi-Layer-Perceptron

Das hier vorgestellte Multi-Layer-Perceptron findet in Kapitel 3 sowohl Ver-

wendung als Regressionsmodell in der Windleistungsprognose, als auch zum

Erlernen der Klassifikation.

Gemäß der Darstellung in [29, Kap. 3] war die Entwicklung zum Mul-

ti-Layer-Perceptron ein mehrstufiger Prozess, der die folgenden wesentliche

Schritte enthalten hat. Am Beginn stand das Neuronenmodells von Mc-

Culloch und Pitts [23] das über das einschichtige Perceptron durch Rosenblatt

[30] zu einem mehrschichtigem Netz durch Rummelhart [5] entwickelt wurde.

Eine ausführlicher Beschreibung der historischen Entwicklung von neuro-

nalen Netzwerken findet sich z.B. in [29, Kap. 3] und in [18, Kap. 2]

Verschiedene Neuronen werden auf unterschiedliche Weise modelliert. Ein

häufig verwendetes Modell für ein einzelnes Neuron (dargestellt in Abb. 2.2)

lässt sich als Funktion f : Rn→ R

f (x) := ϕ

(
w0 +

n

∑
i=1

wixi

)
(2.13)
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Abbildung 2.2: Diese Abbildung zeigt ein Neuron mit Eingaben x1,x2,x3,x4
und zugeordneten Gewichten w1,w2,w3,w4, ergänzt um eine Bias Eingabe mit
konstanten Wert 1 und Gewicht w0. Die gewichteten Eingaben werden sum-
miert, um daraus mittels einer sigmoiden (vgl. Formel 2.14) Aktivierungs-
funktion ϕ die Ausgabe y zu berechnen. Ein Perceptron ist aus mehreren
Neuronen dieser Art zusammengesetzt.

mit w0, . . . ,wn ∈ R und einer Sigmoidfunktion ϕ : R→ R

ϕ(z) :=
1

1 + e−x (2.14)

formulieren.

Wenn nun m dieser Neuronen zusammen gruppiert werden, erhält man

ein einschichtiges Perceptron mit f : Rn→ Rm

f (x) j := ϕ

(
w j0 +

n

∑
i=1

w jix ji

)
(2.15)

= ϕ(w0 +Wx) (2.16)

wobei W ∈ Rm×n und die Aktivierungsfunktion ϕ elementweise wirkt.

Das Hintereinander Anordnen von mehreren dieser Perceptron Schichten
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x1

h1h2

y

x2 x3 1

Abbildung 2.3: Die Darstellung (angelehnt an [29, Abb. 3.9]) zeigt ein Multi-
Layer-Perceptron mit einer verborgenen Schicht. Die Eingabeschicht mit Ein-
gabeneuronen x1,x2,x3 wird durch Synapsen, deren Gewichte hier nicht extra
benannt sind, mit der verborgenen Schicht mit Neuronen h1,h2 verknüpft.
Von dieser führen wiederum Synapsen mit hier nicht explizit benannten Ge-
wichten zur Ausgabeschicht mit einem Neuron y.

führt zum Multi-Layer-Perceptron (dargestellt in Abb. 2.3) mit

f (x) := ϕ (w2 +W2ϕ (w1 +W1x)) (2.17)

Die Schichten, die nicht als Ein- oder Ausgabeschicht dienen, bezeichnet man

auch als verborgene Schicht .

Das in Gleichung 2.17 beschriebene Multi-Layer-Perceptron kann nun

als Regressionsmodell (vgl. 2.2) verwendet werden. Weiterhin wird in Ab-

schnitt 2.3.3 erläutert, wie es für Klassifikationen einsetzbar ist.

Die Bestimmung der Gewichte für das Multi-Layer-Perceptron erfolgt

durch die Kleinste Quadrate Methode (vgl. 2.2.3)
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2.3 Klassifikation

In dieser Arbeit wird der Begriff Klassifikation und Klasseneinteilung syn-

onym verwendet. Er bezeichnet die Trennung einer Datenmenge V in n über-

schneidungsfreie Teilmengen V1, . . . ,Vn

V =
n⋃

i=1

Vi (2.18)

Vi∩Vj = {} ∀i, j ∈ {1, . . . ,n}; i 6= j (2.19)

Jede dieser Teilmengen wird als eine Klasse bezeichnet.

2.3.1 Nächste Nachbar Klassifikation

Die hier vorgestellte Nächste Nachbar Klassifikation ist ein Spezialfall der im

folgenden Abschnitt 2.4 vorgestellten selbstorganisierenden Karte, falls diese

ohne Nachbarschaftsbeziehung trainiert wird und nur ein Trainingsschritt

mit zuvor belegten Klassen durchgeführt wird. Daher wird sie hier vorab

vorgestellt.

Bei der Nächsten Nachbar Klassifikation [18, Kap. 1.3.3] wird jede der

n Klassen durch einen Wert wi mit i ∈ 1, . . . ,n repräsentiert. Die Klassenzu-

gehörigkeit wird mit Hilfe einer Abstandsfunktion h ermittelt. Dabei wird

für jede Eingabe v ∈ V die Klasse bestimmt, zu deren Repräsentant w der

kleinste Abstand vorliegt:

v ∈Vi⇔ d(v,wi)≤ d(v,w j)∀ j 6= i (2.20)
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Falls V ⊂ Rm wird häufig auch wi ∈ Rm angenommen und der euklidische

Abstand

d(v,w) :=

√
m

∑
j=1

(v j−w j)2 =
√

(v−w)t(v−w) (2.21)

verwendet. Es sind jedoch eine Vielzahl anderer Abstände möglich [18,

Kap. 1.2].

Das Training eines Nächste Nachbar Klassifikationsverfahrens erfolgt, in

dem für eine vorgegebene Klasseneinteilung die Repräsentanten so ausge-

wählt werden, dass die Anzahl an Falschklassifikationen möglichst klein ist.

Diese Aufgabenstellung kann mittels Anwendung von Gleichung 2.20 auf al-

le Daten der Klasse als Optimierungsproblem formuliert werden. Handelt es

sich bei den Daten um reelle Vektoren können die Klassenmittelwerte als

Repräsentanten genutzt werden, da der Mittelwert das in 2.20 angegebene

Minimierungsproblem löst.

Adaptive Distanzmaße

Das in Abschnitt 2.3.1 beschriebene Verfahren der Nächsten Nachbar Klas-

sifikation kann durch Modifikation von Gleichung 2.21 erweitert werden (be-

schrieben in [18, S. 19]). Der euklidische Abstand wird durch eine Gewichts-

matrix A ergänzt werden, um ihn durch Variation von A anpassen zu können:

d(v,w) :=
√

(v−w)tA(v−w) (2.22)

Dieser gewichtete euklidische Abstand kann klassenweise genutzt werden.

Dann wird beim Training aus den Daten jeder Klasse Vi die Matrix mittels
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Abbildung 2.4: Diese Darstellung wurde [29, Abb. 3.1, 3.2] entnommen. Sie
zeigt auf der linken Seite zwei Klassen C1 und C2 in einer zweidimensionalen
Ebene, die von den Variablen x1 und x2 aufgespannt wird. Die Hinzunahme
einer weiteren Variable x3 eröffnet die Möglichkeit, dass die beiden Klassen
(bei passender Form) durch eine Ebene getrennt werden können.

Invertierung der Kovarianzmatrix berechnet (vgl. [18, S. 42])

Ai := (V t
i Vi)

−1 (2.23)

Das in Kapitel 2.3.3 zur Klassifikation verwendete Multi-Layer-Perceptron

kann auch als adaptives Distanzmaß gesehen werden. Bei Klassenzugehörig-

keit hat eine Eingabe den Abstand 0, wenn sie nicht zur Klasse gehört den

Abstand 1.

2.3.2 Separierbarkeit

In Abbildung 2.4 wird das Problem der Separierbarkeit beispielhaft darge-

stellt. Sie zeigt den Versuch, zwei Klassen in der Ebene (R2) mittels einem

Klassifikator mit linearer Klassengrenze zu trennen, jedoch ist es nicht mög-

lich diese Klassen durch einen solchen zu separieren.

Unter Verwendung eines Klassifikators mit nicht linearer Klassengrenze

kann das Klassifikationsproblem allerdings zufriedenstellend gelöst werden
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[1]. Alternativ könnten auch zusätzliche Informationen verwendet werden.

Die Separierbarkeit ist im Kontext von Kapitel 3 eine relevante Fragestel-

lung. Bei der dort betrachteten Klassifikation anhand einer Regressions bzw.

Prognosegüte kann die Zielvariable der Prognose genutzt werden. In der auch

durchzuführenden Klassifikation steht die Zielvariable nicht zur Verfügung,

da im späteren Prognoseeinsatz nur die Erklärungsvariablen als Eingangsda-

ten vorliegen.

2.3.3 Verwendung des Multi-Layer-Perceptron zur

Klassifikation

Das in Kapitel 2.2.5 vorgestellte Multi-Layer-Perceptron kann nicht nur zur

Lösung eines Regressionsproblems verwendet werden, sondern eignet sich

auch zur Klassifikation.

Ein Multi-Layer-Perceptron f kann auf die folgende Weise trainiert wer-

den: die Elemente einer Datenmenge X sind in zwei disjunkte Mengen U und

W zu trennen:

f (x) =





1 falls x ∈U

0 falls x ∈V
(2.24)

Es findet also eine Codierung der Einschaft
”
in U” als 1 und

”
nicht in U” als

0 statt (vgl. [29, Kap. 3.2]).

Dieser Ansatz lässt sicht über zwei Klassen hinaus erweitern, indem man

für jede der Klassen ein Multi-Layer-Perceptron verwendet, das entsprechend

der Klassenzugehörigkeit 0 oder 1 ausgibt. Dies findet bei der Nutzung von

Multi-Layer-Perceptron Klassifikatoren zur Beschreibung der Klassen von
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selbstorganisierenden Karten Verwendung. Dieser Ansatz zur Erweiterung

auf mehr als zwei Klassen ist aus einem anderen Kontext aus [31, Kap. 7.6.1]

entnommen.

2.4 Selbstorganisierende Karten

Dieses Modell eines neuronalen Netzwerkes wurde in der ersten Hälfte der

1980er Jahre von Teuvo Kohonen vorgestellt ([19] und [20]). Seitdem hat sich

daraus ein weites Forschungsfeld entwickelt, über das [18] einen sehr guten

Überblick gibt.

Das Verfahren der selbstorganisierenden Karten bietet vielfältige Gene-

ralisierungsmöglichkeiten und kann daher in vielen Gebieten zum Einsatz

gebracht werden. Daher bot es sich zur kombinierten Bearbeitung von Klas-

sifikations- und Prognoseproblemen an.

2.4.1 Funktionsweise

Eine
”
Self organizing Map“, kurz SOM genannt, oder auch

”
selbstorgani-

sierende Karte“ bezeichnet ein künstliches neuronales Netzwerk, welches in

einem einfachen und anfänglich häufig verwendeten Fall eine Abbildung von

einem Urbild- oder Eingangssignalraum V auf ein Gitter A bildet. Dabei kann

man sich zunächst den Urbildraum V als eine Teilmenge der Rn und das Git-

ter A als äquidistantes rechteckiges Gitter in R2 vorstellen. Daher beschreibt

eine selbstorganisierende Karte die folgende Abbildung

Φ : V → A (2.25)
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Abbildung 2.5: Diese Abbildung einer selbstorganisierenden Karte wurde aus
[29, S.75] übernommen. Sie zeigt den Eingangssignalraum V und die Karte
A auf die v ∈V abgebildet werden.

Die selbstorganisierende Karte wird in der Regel zur Bearbeitung von

Klassifikationsproblemen verwendet. Sie kann jedoch auch für Regressions-

probleme Verwendung finden.

Zum Training der selbstorganisierenden Karte können unterschiedliche

Verfahren für den gleichen Typ selbstorganisierender Karten zum Einsatz

kommen.

Übersicht des Online Verfahren für selbstorganisierende Karten

Die nun folgenden Erörterung des Online Verfahrens zum Training einer

selbstorganisierenden Karte dient der Hinleitung zum später dargestellten

Batchverfahren, das in Kapitel 3 verwendet wird.

Das Standard Online Verfahren zum Training einer selbstorganisierenden

Karte wird in Anlehnung an [29, Kap. 4.2] wiedergegeben. Die selbstorgani-

sierende Karte entspricht wie bereits beschrieben einer Abbildung vom Ein-

gangssignalraum V auf das Gitter A. Diese Abbildung wird unter Berücksich-
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tigung von Parametern, im Kontext der künstlichen neuronalen Netzwerke

spricht man auch oft von Gewichten, durchgeführt. Falls diese Parameter Vek-

toren des Eingangssignalraums sind, werden sie auch als Codebuchvektoren

bezeichnet. Diese Parameter w sind Elementen von V und den Gitterknoten

S eindeutig zugeordnet.

Zur Übersicht wird das Training zuerst informell dargestellt, auf einige

Details wird später noch eingegangen. Es werden folgende Schritte durchge-

führt:

1. Die Codebuchvektoren werden initialisiert, z.B. durch zufällige Ziehung

aus den Trainingsdaten.

2. Ein Datensatz v aus der Lektion wird zufällig ausgewählt.

3. Der Gitterpunkt s, dessen Codebuchvektor ws am nächsten zu v liegt,

wird ermittelt.

4. Der Codebuchvektor ws und die Codebuchvektoren der in der Nähe von

s befindlichen Gitterpunkte werden ein Stück in Richtung von v ver-

schoben. Wie stark hängt von der Entfernung von s zu den jeweiligen

Gitterpunkten und Trainingsparameter, der die Stärke der Verschie-

bung angibt, ab.

5. Wiederhole ab Schritt 2 und passe die schrittzahlabhängigen Werte des

Trainingsradius und die Verschiebungsstärke an.

Nun eine genauere Beschreibung der einfachen selbstorganisierenden Kar-

te.
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Sei nun V die Menge der Trainingsdaten und W die der möglichen Einga-

ben mit V ⊂W ⊂Rn. Weiterhin sei A⊂R2 das Gitter mit Knoten s ∈ A und

zum Gitterknoten zugehörigen Codebuchvektoren ws ∈U .

Wie bereits beschrieben findet das Training mit den folgenden Schritten

statt:

1. Initialisierung: Jedem Codebuchvektor wird ein zufällig gewähltes Ele-

ment des Trainingsdatensatzes zugewiesen

2. Ein Element v ∈V wird zufällig gewählt.

3. Für v wird der nächstgelegene Codebuchvektor gesucht:

argmin
s

d(b,ws) (2.26)

bzw.

∀s∈Ad(v,ws)≤ d(v,ws) (2.27)

Also wird der Knoten s bestimmt, dessen Codebuchvektor ws der Ein-

gabe v am Nächsten liegt. Die Funktion d misst den Abstand im Ein-

gaberaum:

d : U×U → R+ (2.28)

Im betrachteten einfachen Fall gilt:

d(v,w) := ||v−w|| (2.29)

4. Alle Codebuchvektoren s′ in der Nähe von s, also mit nicht verschwin-
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denden h(s,s′) (im folgenden definiert), werden aktualisiert

w′s = ws + εh(s,s′)(v−ws) (2.30)

wobei ε einen mit fortlaufenden Training sinkenden Faktor bezeichnet,

der die Stärke der Anpassung bestimmt. Die Funktion

h : A×A→ R (2.31)

stellt eine Kombination aus Abstandsfunktion auf dem Kartengitter

und abstandsparametrisierter Gewichtsfunktion dar. Klassisch wird die

folgende Glockenfunktion (siehe [29] oder [18]) verwendet:

hσ (s,s′) = e
−||s−s′||2

2σ2 (2.32)

Der Parameter σ wird mit fortschreitendem Training variiert. Typi-

scherweise wird er monoton fallend definiert, um den Nachbarschafts-

radius mit dem Trainingsfortschritt zu verkleinern und zum Trainings-

beginn so gewählt, dass große Teile des Gitters von den Anpassungen

ihrer Codebuchvektoren betroffen sind. Mit dem Trainingsverlauf wird

die von den Anpassungen betroffene Gitterregion kleiner und kann ganz

am Ende aus einem einzelnen Knoten bestehen.

5. Die vorhergehenden Schritte werden ab Schritt 2 nun so oft wiederholt,

wie zu Beginn des Trainings festgelegt und die vom Trainingsfortschritt

abhängigen Parameter entsprechend angepasst.
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Batchalgorithmus zum Training einer selbstorganisierenden Karte

Zu dem eben dargestellten Einzelschritt-Algorithmus gibt es noch ein ana-

loges Batchverfahren (vgl. Kap. 2.1.1 ), entnommen aus [18, Kap. 3.6]), das

wie folgt arbeitet:

1. Initialisierung

erfolgt auf die gleiche Weise wie beim Einzelschrittverfahren.

2. Klassifikation

Die Eingaben V werden in Klassen V1, . . . ,Vn aufgeteilt. Jede der Klas-

sen wird durch einen der Codebuchvektoren w1, . . . ,wn repräsentiert.

Diese Aufteilung erfolgt, indem jede der Eingaben der Klasse des ihr

am nächsten liegenden Codebuchvektors zugeteilt wird:

Vi :=
{

v ∈V : ∀ j 6=id(v,wi)≤ d(v,w j)
}

(2.33)

3. Codebuchvektoren aktualisieren

Die neuen Codebuchvektoren wi werden bestimmt, indem ein gewich-

teter Mittelwert der Eingaben aus V gebildet wird. Die Gewichtung

erfolgt wie im Einzelschrittverfahren über den Abstand der Klassen

auf dem Gitter A und dem Trainingsradius σ .

w′i :=
1
α

n

∑
j=1

hσ (ai,a j) ∑
v∈W j

v (2.34)

α :=
n

∑
j=1

hσ (ai,a j)||Wj|| (2.35)
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4. Wiederholung

Schließlich werden w′ zu w umbenannt und die vorhergehenden Schritte

ab Schritt 2 so oft wiederholt, wie zu Trainingsbeginn definiert. Dabei

wird der Nachbarschaftsradius σ sukzessive verkleinert.

Die Schritte 2 und 3 lassen sich zu einem zusammenfassen:

w′i :=
1
α

l

∑
j=1

hσ (ai,aargmink d(v j,wk))v j (2.36)

Aus Gründen die in Kap 2.1.1 erläutert wurden, wird in dieser Arbeit das

Batchverfahren zum Training selbstorganisierender Karten eingesetzt.

2.4.2 Aspekte der selbst organisierenden Karte

Zunächst werden noch einige für die dargestellte selbst organisierende Kar-

ten gemachten Annahmen und Beispiele für mögliche Verallgemeinerungen

aufgeführt.

Die Eingabedaten stammen aus einem R-Vektorraum. Ist diese Vorausset-

zung unbedingt notwendig, können auch andere Arten von Eingaben gewählt

werden? Ja, z.B. werden in [18, Kap. 7.8] auch Texte verarbeitet (die aber

auch wieder als Vektoren dargestellt werden), jedoch muss im Zusammen-

hang mit dem Wunsch nach anderen Eingabedaten beachtet werden, dass im

vorhin dargestellten Adaptionsschritt (Schritt 4 des Verfahrens) mit diesen

Daten
”
gerechnet“ wird (sie werden addiert, subtrahiert und mit Skalaren

multipliziert).

Die im Schritt 3 Gleichung 2.27 genutzte Funktion d(v,w) bestimmt den

Abstand zwischen einem Eingabedatum und einem Codebuchvektor. Im an-
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gegebenen Beispiel wird sie über die euklidische Norm definiert. Es sind je-

doch auch viele andere Varianten denkbar. Häufig wird im Rahmen einer

Datenvorverarbeitung eine Gewichtung der einzelnen Komponenten der Da-

tenvektoren vorgenommen. Einige andere werden in [18, Kap. 1.2] diskutiert.

Nicht vektorwertige Eingaben

Die beiden eben dargestellten Operationen Mittelwertbildung (Gleichung 2.35)

und Klassensuche durch minimalen Abstand stellen die wesentlichen Kom-

ponenten des Trainings einer selbstorganisierenden Karte dar. Daher kann

diese Methode sehr gut verallgemeinert werden, wenn man die Codebuch-

vektoren und diese beiden Operationen durch wirkungsgleiche Mechanismen

ersetzt. Bei dieser Generalisierung bietet sich dann eine allgemeinere Be-

zeichnung wie das englische
”
model” bei Kohonen [18] oder im Deutschen

der Prototyp (vgl. [24, 2.1.2]) an. Dieser Grad der Abstraktheit wird z.B. in

[18, Abb. 3.1] dargestellt. Dazu folgendes Beispiel: Als Eingangssignalraum

betrachtet man Worte als Symbolfolgen, die auch als Prototypen verwendet

werden. Dazu muss eine passende Abstandsfunktion gewählt werden, z.B.

der Hamming-Abstand oder der Levenshtein Abstand (vgl. [18, Kap. 1.2.2]).

Anstatt des Mittelwertes wird der Median über die Worte verwendet, die

einem Kartenknoten zugeordnet wurden. Zum Training wird nun auf Grund

der Medianbestimmung das Batchverfahren angewandt (vgl. 2.1.1).
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Abbildung 2.6: Eine klassischen 4 mal 3 SOM mit euklidischem Abstand.
Dargestellt werden die Codebuchvektoren der Windstärkefelder, die jeweils
auf einer Deutschland Karte eingetragen wurden. Die Achsen wurden mit
Längen- und Breitengeraden versehen.

2.4.3 Anwendungsbeispiele

Im folgenden werden einige Klassifikationen von in Kapitel 1 besprochenen

Wetter und Windleistungsdaten dargestellt, die mittels der selbstorganisie-

renden Karte durchgeführt wurden.
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Interpretation von Codebuchvektoren

Abbildung 2.6 zeigt eine selbstorganisierende Karte mit einem Gitter mit

vier Spalten und drei Zeilen. An Position jedes der Gitterknoten wurde der

Codebuchvektor der entsprechenden Klasse der selbstorganisierenden Karte

ausgegeben. Da der Eingangssignalraum dieser selbstorganisierenden Karte

Werte aus einer Wetterprognose enthält, lassen sich diese Werte ihren geo-

graphischen Koordinaten zuordnen und auf einer Landkarte eintragen; dafür

wurden die RPakete maps [27] und mapdata [26] verwendet. Da es sich bei

den Werten um Windstärken handelt, zeigt jeder Codebuchvektor die geo-

grafische Verteilung der Windstärken, die für seine Klasse von Daten typisch

ist. Die verwendeten Wetterprognosen stammen aus dem Jahr 2012 und pro-

gnostizieren jeweils den Folgetag, also die Zeitabstände von 24, 30, 36 oder

42 Stunden ab Beginn einer Prognoserechnung.

Klassifikation von Windleistungsdaten mittels selbstorganisieren-

der Karte

In Abbildung 2.7 wird der Trainingsverlauf und das Klassifikationsergebnis

einer selbstorganisierenden Karte mit reellen Codebuchvektoren dargestellt.

Als Eingabe dienen in Kap. 1 erläuterten Wetterdaten des Jahre 2012, genau-

er gesagt Windgeschwindigkeiten bei 850hPa. Zusätzlich ausgegeben werden

transformierte Werte der hochgerechneten Windstromproduktion der Ten-

netTSO Regelzone. Die Erstbelegung der Klassen fand durch Einteilung der

Gesamtdaten in gleich große Abschnitte statt. Damit wurde jeder der 12

Klassen in etwa ein Monat Daten zugeordnet.
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Abbildung 2.7: Trainingsverlauf und Ergebnisse der Klassifikation von Wind-
geschwindigkeitsprognosen mit Darstellung von gemäß 1.2.3 transformierter
Windstromleistungsdaten mittels einer selbstorganisierenden Karte mit reel-
len Codebuchvektoren.

Die linke obere Grafik zeigt den Trainingsverlauf der SOM. Die Trainings-

schritte werden auf der x-Achse abgetragen, die Eingaben auf der y-Achse.

Über die Graufärbung der Bildpunkte wird die Klassenzugehörigkeit kodiert.

Anhand dieser Darstellung kann man erkennen, wie häufig die Klassenzu-

ordnung der Eingaben gewechselt hat. An vielen durchgehend gleichfarbigen

Linien ist zu erkennen, dass die entsprechenden Eingaben ihre Klassen nicht

gewechselt haben.

Die obere rechte Grafik von Abbildung 2.7 zeigt eine Darstellung des Klas-

sifikationsergebnisses. Dafür wurden die einzelnen Klassen durch eindeutige

Symbole gekennzeichnet und gleichzeitig mit 8 verschiedenen6 Farben verse-

6Die RFarbpalette hat standardmäßig 8 Farben
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hen. An den Achsen sind die beiden ersten Hauptkomponenten7 der Daten

abgetragen. Hieran ist gut zu erkennen, das sich die Karte entlang dieser

Hauptkomponenten ausrichtet. Dieses Verhalten ist gemäß [18, Kap. 3.7] von

der selbstorganisierenden Karte zur erwarten und wird daher dort auch zur

Erstbelegung vorgeschlagen.

Der untere Graph von Abbildung 2.7 zeigt die Klassifikation der Windge-

schwindigkeitsprognose mit Darstellung der so gewonnenen Klassen auf den

transformierten Windleistungshochrechnungsdaten im zeitlichen Verlauf, der

auf der x-Achse abgetragen ist. Die Klassen sind auf die gleiche Weise wie

durch Symbole und Farben codiert. Es lässt sich erkennen, dass Phasen nied-

riger Windstromproduktion eher in der blauen oder grünen Klassen liegen,

Phasen mit hoher Windstromproduktion eher in einer der schwarz dargestell-

ten Klassen.

Die in Abbildung 2.8 dargestellte selbstorganisierende Karte ist eine Ab-

wandlung der in Abbildung 2.7 gezeigten. Die Bedeutung der einzelnen Gra-

fiken wurde beibehalten. Der Unterschied zu der zuvor beschriebenen SOM

liegt in der Klassenrepräsentation: Hier wird für jede Klasse ein Multilayer

Perceptron nach der in Abschnitt 2.3.3 Methode trainiert. Die Erstbelegung

der Klassen findet analog zur Darstellung weiter oben statt.

Die obere linke Darstellung zeigt wieder eine frühe Klassenbildung und

wenig Klassenwechsel der Eingaben im Laufe des Trainings. An der oberen

rechten Darstellung ist gut zu erkennen, dass sich dieser Klassifikator wesent-

7Diese kann man sich vereinfacht wie folgt vorstellen: Wenn die Daten eine Punktewolke
in einem reellen Vektorraum sind, dann stellen die ersten beiden Hauptkomponenten die
beiden Richtungen dar, in der die Punktewolke die größte Ausdehnung hat. Näheres siehe
z.B. [18, S. 31]
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Abbildung 2.8: Trainingsverlauf und Ergebnisse der Klassifikation von von
gemäß 1.2.3 transformierter Windstromleistungsdaten mittels einer selbstor-
ganisierenden Karte deren Klassen mittels Multilayer Perceptrons modelliert
werden.

lich anders verhält als die weiter oben gezeigten reellen Codebuchvektoren;

die erzeugten Klassen sind nur gering nach den ersten beiden Hauptkompo-

nenten ausgerichtet.

Der untere Graph zeigt, wie die Klassenbildung anhand der Windge-

schwindigkeiten auf die Windstromproduktion übertragen darstellt wird. Es

wurden wieder Bereiche ähnlicher Windstromproduktion zusammen grup-

piert, obwohl die Information beim Training des Klassifikators nicht genutzt

wurde.

Anhand der beiden eben dargestellten unterschiedlichen selbstorganisier-

ten Karten kann man erkennen, dass sich die Windstromproduktion für auf

den Klassen aufgeteilten Wetterprognosen unterschiedlich verhält. Im folgen-



72 KAPITEL 2. BESCHREIBUNG EXISTIERENDER METHODEN

den Kapitel 3 wird nun auf den einzelnen Klassen jeweils ein Prognosemodell

trainiert und versucht, durch gegenseitige Anpassung von Klassifikation und

Prognose, die Prognose auf den einzelnen Klassen weiter zu verbessern.



Kapitel 3

Prognoserückgekoppelte

Klassifikation

Diese Kapitel stellt den Kern der Arbeit dar: es stellt eine prognoserückge-

koppelte Klassifikation im Rahmen selbstorganisierender Karten vor. Bei der

prognoserückgekoppelten Klassifikation werden die Klassifikations- und Pro-

gnoseverfahren aus Kapitel 2 verwendet, um die in Kapitel 1 vorgestellten

Daten zur Stromproduktion aus Windkraftanlagen aus den dort beschriebe-

nen Wetterdaten zu prognostizieren.

3.1 Motivation

Durch sequenzielle Kombination von Klassifikations- und Prognoseverfahren

kann die Lösung eines Prognose-/Regressionsproblems zur Windleistungspro-

gnose erfolgen, in dem zunächst Daten mittels des Klassifikationsverfahrens

in Klassen eingeteilt werden (vgl. Abb. 3.1). Anschließend wird für jede Klas-

73



74 KAPITEL 3. PROGNOSERÜCKGEKOPPELTE KLASSIFIKATION

se ein eigenes Prognosemodell verwendet. Dabei findet ein Informationsfluss1

von der Klassifikation zur Prognose statt, jedoch nicht in umgekehrter Rich-

tung2. Wenn während des Trainings dieses Ablaufschema auch Verwendung

findet, haben die Ergebnisse des Prognosetrainings demnach keinen Einfluss

auf das Training der Klassifikation. Aus diesem Verfahrensaufbau heraus er-

gibt sich keine Aussage, ob das Zusammenspiel von Klassifikation und Pro-

gnose optimal ist, also ob das einem Datensatz durch den Klassifikator zu-

gewiesene Prognosemodell, auch den kleinsten Prognosefehler - im Vergleich

mit den für die anderen Klassen vorliegenden Prognosemodellen - aufweist3.

Während des Trainings lässt sich die Frage, welches der für die Klassen

trainierten Prognosemodelle das Beste für einen gegebenen Datensatz ist,

einfach beantworten, da zur Trainingszeit nicht nur die Werte der Erklä-

rungsvariablen, also die Eingaben4 x, vorliegen, sondern auch die Werte der

Zielvariablen5, also die von y, bekannt sind. Somit kann man durch Auspro-

bieren diejenige Klasse finden, deren Prognosemodell den kleinsten Progno-

sefehler ŷ− y hat. Daraus ergibt sich, welcher Klasse man die Eingabe x zur

Erreichung der besten Prognose zuzuordnen hat.

Ziel dieser Arbeit ist die Untersuchung eines Ansatzes, der die aus dem Re-

1Durch den Klassifikator wird jeder Datensatz um die Information seiner Klassenzuge-
hörigkeit angereichert.

2Da die Person, die Experimente mit Klassifikations- und Prognoseverfahren durch-
führt, mehrere dieser Versuche mit anderen Startparameter durchführen kann (unter Be-
rücksichtigung ihrer bisherigen Ergebnisse), um eine gute Lösung für das Prognoseproblem
zu finden, wird auf diese Weise ein nicht notwendigerweise klar definierter Informationsfluss
stattfinden

3Das schließt jedoch nicht aus, das dies sich für ein gegebenes Problem beweisen lässt.
Somit lässt sich diese Frage durch Expertenwissen über das Problem und die beteiligten
Verfahren beantworten.

4im Falle dieser Arbeit die Wetterprognose
5im Falle dieser Arbeit die Windstromproduktionshochrechnung
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Klassifikation
 durchführen

 Daten

Prognosemodelle je
 Klasse anwenden

 Klassenaufteilung der Eingaben

 Prognosen

Abbildung 3.1: In diesem Schaubild wird der sequenzielle Ablauf von Klassi-
fikation und Prognose und die dabei wesentlichen Datenflüsse dargestellt.

gressionschritt gewinnbaren Informationen über die im Sinne der Regression

bestmöglichen Klassifikation nutzt, um die vorher stattfindende Klassifikati-

on zu verbessern. Die gut untersuchte Methodik der selbst organisierenden

Karten kann in der sequenziellen Abfolge von Klassifikation und Progno-

se verwendet werden, um Erkenntnisse über die Ähnlichkeitsbeziehungen der

ursprünglichen Daten zu gewinnen und Folgerungen daraus abzuleiten. Daher

wird die in dieser Arbeit untersuchte prognoserückgekoppelte Klassifikation

in den algorithmischen Rahmen der selbstorganisierenden Karten eingebet-

tet.

3.2 Verfahren

3.2.1 Operativer Einsatz

Zur Übersichtlichkeit wird zunächst eine vereinfachte Beschreibung angege-

ben, die im Anschluss formaler wiederholt wird.
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Nach erfolgtem Training, das später erläutert wird, kann das Verfahren

operativ eingesetzt werden Es hat dabei den gleichen Ablauf wie die sequen-

zielle Vorgehensweise aus Klassifikation und Prognose:

1. Klassifikation

Die neuen Daten werden klassifiziert.

2. Prognose

Für jede Eingabe wird das Prognosemodell verwendet, das zu der im

vorherigen Schritt ermittelten Klasse gehört.

Formeller beschrieben läuft die operationelle Nutzung wie folgt ab:

1. Klassifikation

Für eine Eingabe x wird die Klassifikation durchgeführt, also geprüft,

zu welcher der n durch ui mit i = 1, . . . ,n parametrisierten Klassen die

Eingabe x im Sinne einer Abstandsfunktion d(x,ui) den geringsten Ab-

stand hat. Die Klasse p(x) der Eingabe x ist also wie folgt definiert:

p(x) := argmin
i

d(x,ui) (3.1)

2. Prognose

Das zur Klasse p(x) der Eingabe x gehörende Prognosemodell fp(x) wird

verwendet, um die Prognose durchzuführen, also die zu x gehörige Aus-

gabe ŷ zu bestimmen:

ŷ := fp(x)(x) (3.2)
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Klassifikatoren
trainieren

Klassifikation 
der Daten 

durchführen

Prognosemodelle
trainieren

nach 
Prognosegüte
klassifizieren

Klassifikationsmodelle

klassifizierte Daten
Prognosemodelle

prognosegüte
klassifizierte Daten

Initiale klassifikation

Klassifikations- und 

Prognosemodelle

Abbildung 3.2: Die vier Schritte des in 3.2.2 erläuterten Trainings der pro-
gnoserückgekoppelten Klassifikation.

3.2.2 Training

Das Trainingsverfahren der prognoserückgekoppelten Klassifikation stellt

sich komplexer dar als das sequenzielle Verfahren, weil zum einen Informa-

tionen aus der Prognose für die Klassifikation genutzt werden sollen, zum

anderen weil dadurch bedingt ist, dass beide Schritte mehrfach ausgeführt

werden. Der Ablauf, der als Pseudo-Code in Abb. 3.3 dargestellt ist, gestal-

tet sich wie folgt:

1. Initialisierung

Die Daten6 werden in Klassen aufgeteilt, da dies für die Durchführung

des Schrittes 2 notwendig ist. Für die Aufteilung stehen verschiede-

6Als einfaches Beispiel kann man reelle Vektoren betrachten. Konkret werden in dieser
Arbeit Wetterprognosen und Windstromproduktionshochrechnungen verwendet und als
reelle Vektoren gespeichert.
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m # Anzahl der Trainingzyklen

n # Anzahl der Klassen

X # Matrix mit Daten

g # n Klassifikationsmodelle

G # Funktion, erzeugt Klassifikationsmodell aus

# Daten X, Gewichten und Klassenzuordnungen

f # n Prognosemodelle

F # Funktion, erzeugt Prognosemodell aus

# Daten X, Gewichten und Klassenzuordnungen

k(X) # gibt Feld mit initiale Klassenzuordnung der Daten

k(g,X)# gibt Feld mit Klassen der Daten gemaess

# Klassifikationsmodellen

k(f,X)# gibt Feld mit Klassen der Daten gemaess

# Klassifikationsmodellen

radii # Datenfeld mit Nachbarschaftsradien der SOM

h # Gewichtungsfunkton, bestimmt aus Trainingsgewichten

# aus Klassen-IDs und Nachbarschaftsradius

for i in 1:m {

## Klassifikation

for j in 1:n {

if i==1

g[[j]] <- G(X, k(X), h(radii[i], j, k(X))

else

g[[j]] <- G(X, k(f,X), h(radii[i], j, k(f,X))

}

## Prognose

for j in 1:m {

f[[j]] <- F(X, k(g,X), h(radii[i], j, k(g,X))

}

}

Abbildung 3.3: Die Funktionen k(g,X) und k(f ,X) führen die Klassifikation
gemäß der zuvor bestimmten Klassifikationsmodellen g bzw. der Prognose-
modelle f durch.
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ne Verfahren zur Verfügung (siehe. z.B. [18, Kap. 3.7]), z.B. zufällige

Aufteilung der Eingaben auf die Klassen, Aufteilung in zeitliche Ab-

schnitte, die jeweils einer Klasse zugeordnet werden.

Ausgabe: klassifizierte Daten

2. Klassifikation trainieren

Mittels der zuvor klassifizierten Daten werden Klassifikatoren trainiert,

also die Parameter der einzelnen Klassifikationsmodelle festgelegt. Die-

ses Training findet auf zwei Ebenen statt, zum einen wird das Klassi-

fikationsmodell nach dem für das Klassifikationsmodell üblichen Ver-

fahren trainiert, zum anderen findet ein klassenübergreifendes Training

nach dem Prinzip der selbstorganisierenden Karten statt. Dabei wer-

den nicht nur die Daten einer Klasse für die Bestimmung der jeweiligen

Modellparameter7 herangezogen, sondern auch Daten weiterer als be-

nachbart geltenden Klassen, gemäß der Topologie8 der selbstorganisie-

renden Karte. Die der gerade trainierten Klasse fremden Eingabedaten

aus den benachbarten Klassen werden dabei mit einem geringeren Ge-

wicht versehen.

Ausgabe: Modelle zur Klassifikation

3. Daten mittels Klassifikationsmodellen klassifizieren

Nun wird der operationale Schritt der Klassifikation für alle Daten

durchgeführt. Sie werden folglich mittels der Klassifikationsmodelle in

Klassen eingeteilt.

7Ein reeller Vektor, der die Klassenmitte repräsentiert, kann als Beispiel dienen.
8Als Topologie kann ein regelmäßiges Gitter in der 2-dimensionalen Ebene mit euklidi-

schem Abstand zwischen den Gitterpunkten gewählt werden.
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Ausgabe: klassifizierte Daten

Hinweis: Es ist nicht zu erwarten dass die Ausgabe dieses Schrittes

eins zu eins mit der Eingabe des vorhergehenden Schrittes überein-

stimmt, also der Klassifikator seine Trainingsdaten perfekt wiedergeben

kann. Aufgrund der Eigenschaften der jeweils gewählten Klassifikation

ist nicht für alle Eingabedatensätze sichergestellt, dass sie in verschie-

dene Klassen trennbar sind (siehe Kapitel 2.3.2). Das bedeutet: obwohl

in der Eingabe zum Klassifikationstraining zwei Datensätzen verschie-

denen Klassen zugeordnet wurden, können sie durch den trainierten

Klassifikator einer gemeinsamen Klasse zugeordnet werden. Weiterhin

soll die Klassifikation generalisieren (siehe Kapitel 2.1.2) können, also

auf neuen und unbekannten Eingaben auch zu den erwarteten Ergeb-

nissen führen. Dies bedeutet im Normalfall, dass die neuen Eingaben

ähnlich zu den benachbarten Eingaben sind und sich nicht zu sprung-

haft ändern.

4. Prognosemodelle trainieren

Mittels der in Klassen gruppierten Daten wird je Klasse ein Prognose-

modell trainiert. Dabei wird eine gewichtete Form des für das Progno-

semodell üblichen Algorithmus verwendet. Die Daten der benachbarten

Klassen werden mit geringeren Gewichten in das Training mit einbe-

zogen. Die Wahl der Gewichte findet wie in Schritt 2 wieder nach der

Methode der selbstorganisierenden Karten statt.

Ausgabe: Prognosemodelle je Klasse

5. Daten nach Prognosegüte klassifizieren
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Für alle Daten wird mit jedem vorliegenden Prognosemodell eine Pro-

gnose durchgeführt (die Prognosen werden also auch auf Daten ange-

wand, die außerhalb ihrer jeweiligen Klassen liegen, d.h für die sie nicht

trainiert wurden) und der Prognosefehler ermittelt. Dies ist während

des Trainings möglich, da in diesem Fall nicht nur die Prognose ŷ be-

kannt ist, sondern auch der zu prognostizierende Wert y. Aus beiden

zusammen kann für jedes Paar aus Prognosemodell und Dateneinga-

be der Prognosefehler ŷ− y ermittelt werden. Anschließend werden die

Daten jener Klasse zugeteilt, deren Prognosemodell sie am besten pro-

gnostiziert, also den kleinsten Prognosefehler verursacht hat.

In diesem Schritt werden Werte der Zielvariable y genutzt; diese stehen

jedoch im späteren operativen Einsatz nicht zur Verfügung, da sie ge-

rade aus den Eingaben ermittelt werden sollen.

Ausgabe: nach Prognosegüte klassifizierte Daten

Die Schritte 2-5 werden iteriert, dabei wird der Nachbarschaftsradius, wel-

cher die Entfernung der beim Training eines Modells zusätzlich in Betracht

gezogenen Daten der Nachbarklassen bestimmt, mit jedem Durchlauf verklei-

nert. Die Gesamtzahl der Durchläufe wird vor Verfahrensbeginn festgelegt.

Der operationelle Einsatz besteht aus Schritt 3 mit anschließender Durch-

führung der Prognose mit dem klassenzugehörigen Prognosemodell.
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3.3 Einsatz der prognoserückgekoppelten

Klassifikation

Nachdem im vorherigen Teil des Kapitels das Verfahren zur prognoserück-

gekoppelten Klassifikation vorgestellt wurde, wird es im Folgenden für die

Prognose der Windstromproduktion eingesetzt. Dafür wird zunächst eine

Klassifikation mit anschließender Prognose ohne Rückkopplung erstellt. Die

Klassenanzahl wird aus Gründen der zur Verfügung stehenden Rechenzeit auf

4 beschränkt, dies führt zu einer selbstorganisierenden Karte mit zwei Zei-

len und zwei Spalten. Die Prognosegüte (vgl.2.2.1) der so erstellten Verfah-

renskombination ohne Rückkopplung dient im Anschluss als Vergleichswert

für die mit der prognoserückgekoppelte Klassifikation erstellten Prognosen.

Dabei wird nicht nur ein Training und Test durchgeführt, sondern die in

Abschnitt 2.1.2 beschriebene Kreuzvalidierung genutzt, um zum einen Aus-

sagen über die Verteilung der Prognosegüten bei nacheinander Ausführung

einer Klassifikation mittels selbstorganisierender Karte mit anschließender

Prognose auf den Klassen zu erhalten. Zum anderen sollen alle zur Verfü-

gung stehenden Daten ausgenutzt werden.

3.3.1 Bestimmung von Vergleichswerten der Windleis-

tungsprognose mittels sequenzieller Klassifikati-

on und Prognose

Die folgenden Berechnungen finden mit zwölffacher Kreuzvalidierung statt.

Dabei wird jeweils ein Monat aus dem Jahr 2012 als Testdatensatz verwen-
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det, und mit den verbleibenden elf Monaten das Training durchgeführt. An-

schließend wird die Prognosegüte auf den Trainings- und Testdatensätzen

bestimmt.

Als Klassifikationsmodell für die selbstorganisierende Karte wird die Va-

riante mit reellen Codebuchvektoren genutzt. Nachdem die Klassifikation

durchgeführt wurde, wird für jede der Klassen ein Prognosemodell auf den

Trainingsdaten trainiert. Als Prognosemodelle wird die lineare Regression

mit eingeschränkten Parametern (vgl. 2.2.4) verwendet.

Die Eingaben bestehen aus Wetterdatenprognosen der Windgeschwindig-

keiten, berechnet aus den GRIB-Variablen 850hPa U und V . Für jede Re-

gelzone (vgl. 1.2) wird eine eigenständige Prognose der Windstromprodukti-

onshochrechnung durchgeführt.

Die Tabellen 3.1 und 3.2 zeigen im unteren Teil die Ergebnisse der Kreuz-

validierung der nacheinander ausgeführten Klassifikations- und Prognosever-

fahren. Sie enthält den RMSE der zwölf Kreuzvalidierungsdurchgänge und

bildet den Mittelwert über die Durchgänge. Weiterhin wird deren Standard-

abweichung angegeben.

3.3.2 Prognosegüten der prognoserückgekoppelten

Klassifikation

Die mittels Kreuzvalidierung ermittelten Prognosegüten aus der der progno-

serückgekoppelten selbstorganisierenden Karte Klassifikation und Prognose

werden im oberen Teil von Tabelle 3.1 dargestellt. Der Inhalt ist analog zur

eben beschriebenen Vergleichstabelle. Tabelle 3.2 gibt ein weiteres Beispiel.



84 KAPITEL 3. PROGNOSERÜCKGEKOPPELTE KLASSIFIKATION

rückge- 50 Hertz Tennet TSO Amprion TransnetBW
koppelt Training Test Training Test Training Test Training Test

1 0.5061 1.116 0.3461 0.746 0.4872 1.436 0.9307 1.083
2 0.5389 0.741 0.3748 0.495 0.6041 0.623 0.9387 0.889
3 0.5360 0.755 0.3742 0.521 0.6055 0.685 0.9442 0.876
4 0.5420 0.629 0.3825 0.400 0.5907 0.744 0.9158 1.149
5 0.5559 0.562 0.3870 0.351 0.6076 0.537 0.9452 0.807
6 0.5534 0.546 0.3872 0.406 0.6126 0.533 0.9415 0.758
7 0.5599 0.463 0.3823 0.400 0.6088 0.457 0.9364 0.754
8 0.5529 0.498 0.3821 0.469 0.6082 0.462 0.9170 0.941
9 0.5502 0.380 0.3866 0.353 0.6130 0.378 0.9121 1.048

10 0.5484 0.512 0.3851 0.415 0.6103 0.443 0.8989 1.108
11 0.5583 0.401 0.3821 0.449 0.6090 0.387 0.9230 0.799
12 0.5535 0.429 0.3818 0.428 0.6044 0.423 0.8953 1.050

mean 0.5463 0.586 0.3793 0.453 0.5968 0.592 0.9249 0.938
sd 0.0147 0.206 0.0113 0.106 0.0350 0.290 0.0173 0.144

sequen- 50 Hertz Tennet TSO Amprion TransnetBW
ziell Training Test Training Test Training Test Training Test

1 0.482 0.710 0.385 0.655 0.375 1.278 0.533 0.600
2 1.598 1.426 1.319 1.250 1.537 1.506 1.228 1.173
3 0.598 0.749 0.481 0.645 0.570 0.594 0.604 0.628
4 0.506 0.564 0.438 0.379 0.514 0.449 0.553 0.680
5 0.611 0.520 0.514 0.392 0.588 0.394 0.613 0.519
6 0.569 0.570 0.456 0.393 0.538 0.478 0.585 0.677
7 0.549 0.478 0.447 0.407 0.528 0.380 0.612 0.472
8 1.938 1.286 1.781 1.206 1.364 0.997 2.253 1.744
9 0.640 0.580 0.479 0.387 0.615 0.435 0.598 0.586

10 0.641 0.683 0.578 0.611 0.686 0.680 0.601 0.647
11 0.637 0.573 0.539 0.515 0.636 0.694 0.625 0.737
12 1.425 2.137 1.210 1.764 1.293 2.004 1.725 2.376

mean 0.849 0.856 0.719 0.717 0.770 0.824 0.877 0.903
sd 0.500 0.504 0.454 0.448 0.390 0.520 0.562 0.583

Tabelle 3.1: Die obere Tabelle zeigt die kreuzvalidierten RMSE einer 2 mal 2
selbstorganisierenden Karte mit prognoserückgekoppelten Klassifikation, die
Prognose erfolgt mit linearen Modellen mit positiv beschränkten Faktoren.
Die Klassifikation nutzt reelle Codebuchvektoren. Die untere Tabelle zeigt
die Vergleichswerte bei sequenzieller Klassifikation und Prognose. Die RMSE
der Testdaten sind kursiv hervorgehoben.
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rückge- 50 Hertz Tennet TSO Amprion TransnetBW
koppelt Training Test Training Test Training Test Training Test

1 0.5289 1.074 0.3817 0.7050 0.4954 1.392 0.9358 1.065
2 0.5611 0.730 0.4106 0.4661 0.6194 0.595 0.9432 0.889
3 0.5576 0.737 0.4069 0.5050 0.6176 0.645 0.9530 0.846
4 0.5649 0.629 0.4156 0.4118 0.6128 0.742 0.9298 1.149
5 0.5746 0.536 0.4219 0.3316 0.6264 0.515 0.9522 0.804
6 0.5688 0.503 0.4167 0.3981 0.6208 0.510 0.9476 0.739
7 0.5773 0.428 0.4183 0.3729 0.6225 0.440 0.9444 0.746
8 0.5728 0.450 0.4152 0.4132 0.6225 0.430 0.9255 0.937
9 0.5724 0.379 0.4189 0.3477 0.6218 0.367 0.9190 1.055

10 0.5703 0.480 0.4197 0.3762 0.6224 0.416 0.9024 1.108
11 0.5752 0.364 0.4150 0.4216 0.6224 0.355 0.9322 0.771
12 0.5742 0.386 0.4178 0.4000 0.6177 0.407 0.9034 1.043

mean 0.5665 0.558 0.4132 0.4291 0.6101 0.568 0.9324 0.929
sd 0.0133 0.207 0.0107 0.0990 0.0363 0.285 0.0173 0.150

sequen- 50 Hertz Tennet TSO Amprion TransnetBW
ziell Training Test Training Test Training Test Training Test

1 0.5012 0.7394 0.3966 0.6746 0.386 1.313 0.5293 0.6224
2 0.5908 0.6340 0.6134 0.6259 0.812 0.774 0.6241 0.6081
3 0.5759 0.5519 0.4956 0.5080 0.659 0.475 0.6603 0.6762
4 0.5050 0.5889 0.4686 0.4047 0.589 0.457 0.5366 0.5923
5 0.6020 0.4610 0.4800 0.3721 0.598 0.400 0.6906 0.6082
6 0.5802 0.6363 0.5068 0.4225 0.568 0.415 0.5910 0.6853
7 0.5363 0.4266 0.5393 0.4559 0.691 0.467 0.5498 0.4877
8 0.6497 0.6280 0.5262 0.4906 0.916 0.647 0.6260 0.5259
9 0.5998 0.4916 0.5182 0.3350 0.619 0.339 0.7827 0.7945

10 0.5830 0.6287 0.5069 0.4538 0.582 0.448 0.6485 0.7414
11 0.6346 0.4928 0.5016 0.4189 0.631 0.385 0.6692 0.7515
12 0.7541 0.5818 0.4966 0.4853 0.740 1.117 0.5861 0.6085

mean 0.5927 0.5718 0.5042 0.4706 0.649 0.603 0.6245 0.6418
sd 0.0681 0.0901 0.0499 0.0980 0.133 0.312 0.0728 0.0913

Tabelle 3.2: Die obere Tabelle zeigt die kreuzvalidierten RMSE einer 2 mal 2
selbstorganisierenden Karte mit prognoserückgekoppelten Klassifikation. Die
Prognose erfolgt mit linearen Modellen auf den ersten 10 Hauptkomponenten
der Windgeschwindigkeiten, die Klassifikation nutzt reelle Codebuchvekto-
ren. Die untere Tabelle zeigt die Vergleichswerte bei sequenzieller Klassifika-
tion und Prognose. Die RMSE der Testdaten sind kursiv hervorgehoben.
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An der Zeile mit den Mittelwerten kann man erkennen, dass in der Re-

gelzone Transnet BW die prognoserückgekoppelte Klassifikation ähnlich gut

abgeschnitten hat wie die Vorgehensweise ohne Rückkopplung. In den ande-

ren Fällen ist das Ergebnis besser ausgefallen.

Auf Grund mangelnder Rechenzeit kann kein Beispiel mit komplexeren

Klassifikations und Trainingsmodellen gezeigt werden, da das Training meh-

rere Tage in Anspruch nimmt.

Die Abbildung 3.4 zeigt beispielhaft den Trainingsverlauf und die Klas-

senzuordnungen der Daten für die Klassifikations- und Prognosestufe einer

Kreuzvalidierung für eine Regelzone. Dabei wurde eine analoge Darstellung

zu den in Kapitel 2.4.3 erläuterten Abbildungen (z.B. Abb. 2.7) von Training

und Klassifikation einer selbstorganisierenden Karte gewählt. Diese Darstel-

lung wurde angepasst, da durch die Rückkopplung zwei verschiedene Klassi-

fikationen vorliegen, die miteinander interagieren.

Die oberen beiden Teilabbildung zeigen wieder durch den Grad der Ein-

färbung, welche Eingabe (y-Achse) in welchem Trainingsschritt (x-Achse)

welcher Klasse zugeordnet wurde. Die linke der Teilabbildungen zeigt die

Klassenzuordnung, die durch die Prognosemodelle erfolgt, das entspricht der

Ausgabe von Schritt 5 des Trainingsalgorithmus. Die rechte Teilabbildung

stellt die Klassenzuordnung dar, wie sie von den Klassifikationsmodellen er-

zeugt wird; diese entspricht Schritt 3 des Trainingsalgorithmus.

Beide Verfahrensschritte liefern abweichende Klassifikationen der Daten,

da die in Abschnitt 2.3.2 erläuterte Separierbarkeit der Klassen nicht für bei-

de Verfahrensschritte gleich ist. Der Prognoseschritt verfügt über eine Da-

tendimension mehr, da ihm die Zielvariable y zugänglich ist. Durch diese
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Abbildung 3.4: Diese Darstellung zeigt eine prognoserückgekoppelte Klassifi-
kation einer 2 mal 2 selbstorganisierenden Karte mit Codebuchvektor Klas-
sifikation und einem linearem Prognosemodell mit strikt positiven Faktoren.
Die beiden unteren Diagramme stellen die gemäß 1.2.3 transformierter Wind-
stromleistungsdaten im Zeitverlauf dar.
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Zusatzinformation können Klassen trennbar werden, die es bei ausschließ-

licher Verwendung der Eingaben x nicht sind. Zum anderen nutzen beide

Verfahrensschritte unterschiedliche Modelle. Hier stellt sich also der Infor-

mationsfluss von Prognosemodellen zur Klassifikation dar. An den hier be-

schriebenen Abweichungen der Klassifikationen zeigt sich, dass die Klassifi-

kationsstufe auf Grund dieser verschiedenen Separierbarkeitsfähigkeiten die

Vorgaben der Prognosestufe nicht eins zu eins wiedergeben kann.

Die in der zweiten Zeile von Abbildung 3.4 befindlichen Teilabbildungen

zeigen analog zu Kapitel 2.4.3 die von Prognose- und Klassifikationsstufe

ausgegebenen Klassen, die durch Symbole und Farben gekennzeichnet sind.

Die Eingabedaten x werden dafür wieder auf die ersten beiden Hauptkom-

ponenten projeziert. Wenn Daten gleicher Klasse in dieser Darstellung dicht

beieinander gruppiert sind, bedeutet das, dass die beiden Hauptkomponenten

bereits viele Informationen über die Klassen enthalten und zur Klassifikation

eine Projektion auf die Hauptkomponenten und dann eine Nächste Nach-

barsuche um den Klassenmittelwert eine gute Klassifikation ergeben würden.

Falls die eben beschriebene Gruppierung nicht gegeben ist, finden die Klas-

sifikationen nach anderen Kriterien statt, die der Funktionsweise der Klassi-

fikationsmodelle entsprechen.

Die unteren beiden Teilabbildungen zeigen die Klassifikationen der trans-

formierten Stromleistungshochrechungen zu verschiedenen Zeitpunkten im

Jahresverlauf. Die obere der beiden Teilabbildungen stellt die Klassifikation

dar, die durch die Prognosestufe erfolgt ist, die untere die von der Klassifika-

tionsstufe. Die Symbol- und Farbwahl entspricht den beiden eben dargestell-

ten Teilabbildungen. Hieran kann man die Klassenaufteilung im Zeitverlauf
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erkennen.

3.3.3 Vergleich mit bestehenden Verfahren

Dieser Abschnitt ordnet das in dieser Arbeit vorgestellte Verfahren einigen

bekannten Methoden zu und stellt dar, unter welchen Bedingungen diese

Methoden und das hier vorgestellte Verfahren ineinander übergehen.

Kombiniertes Lernen durch gleichzeitige Schätzung aller Parame-

ter

Falls man die Klassifikation und die Prognose zusammenfasst und alle darin

enthaltenen Parameter mittels einer Maximum Likelihood Schätzung oder

kleinste Quadrate Schätzung gleichzeitig ermittelt, findet der 3.2.2 beschrie-

bene Informationsaustausch zwischen Klassifikation und Prognose implizit

im Rahmen dieses Trainings statt. Der Nachteil dieses Ansatzes liegt dar-

in, dass ein sehr großes, nicht lineares Optimierungsproblem gelößt werden

muss. Man bewegt sich also im gleichen Problemfeld wie beim Training sehr

großer Multi-Layer-Perceptron Netze. Als Vorteil kann man aufführen, dass

die theoretisch sehr fundierten Erkenntnisse aus der Theorie der Maximum

Likelihood und Kleinste Quadrate Schätzung weiter verwendet werden kön-

nen.

Eine Idee zur Verknüpfung des rückgekoppelten Ansatzes zum eben be-

schriebene globalen Ansatz wird in [16] in einem anderen Kontext beschrie-

ben. Dort wird vorgeschlagen, den Ansatz der Back Propagation9 nach einem

zuvor angewandten anderen Trainingsverfahren zu verwenden. Die Grund-

9Also der Kleinste Quadrate Schätzung bei Multi-Layer-Perceptren
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idee ist, dass das zuerst angewandte Verfahren, also hier die rückgekoppelte

Klassifikation, Parameter in der Nähe des Optimums liefert. Die globale Pa-

rameterschätzung erhält damit einen Startwert der lokale, schlechte Optima

vermeiden soll.

Karten lokal linearer Abbildungen

In [29, Kap. 15] wird ein Verfahren vorgestellt, das an die Klassen einer

selbstorganisierenden Karte lineare Abbildungen knüpft. Diese Karte wird

nach einem Online Verfahren trainiert. Diese Methode entspricht einem Spe-

zialfall des in dieser Arbeit vorgestellten Verfahrens. Es handelt sich um einen

Klassifikator mit reellen Codebuchvektoren und den Prognosen entspricht die

verwendete lineare Abbildung.

Ensembleprognose der Windstromproduktion

Die in [8] dargestellte Vorgehensweise der Windstromproduktionsprognose

beruht auf einem Ensemble Verfahren. Dabei wird mittels mehrere verschie-

denen Wetterprognosen jeweils eine Windstromproduktionsprognose durch-

geführt. Für die so erhaltenen Prognosemodelle wird ein Verfahren trainiert,

welches eine gewichtete Mittelwertbildung der Einzelprognosen mit möglichst

geringen Gesamtfehler durchführt. Diese Methode arbeitet sequenziell, je-

doch wird keine Klassifikation vor der Prognose, sondern im Anschluss eine

Kombinationsstufe verwendet.
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3.3.4 Ausblick

Interessant wäre die Untersuchung des Zusammenspiels weiterer Klassifikati-

ons- und Prognosemodelle. Bei den Klassifikationsmodellen wäre die Support

Vector Machine [31] als ein Kandidat zu nennen. Auf Seite der Prognosemo-

delle bieten sich viele Konzepte aus der Zeitreihenanalyse an. Die bereits über

die Windgeschwindigkeiten hinaus zur Verfügung stehenden Wetterdaten bie-

ten viele Variationsmöglichkeiten, daher ist eine Untersuchung naheliegend,

ob sie bei der Klassifikation oder Prognose herangezogen werden sollten.

Da ein Kreuzvalidierung von den hier vorgestellten Verfahrenskombinatio-

nen mehrere Tage Rechenzeit in Anspruch nehmen kann, erscheint es sinnvoll,

auch in diesem Hinsicht noch Verbesserungen vorzunehmen.
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